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RESUMO

A energia solar fotovoltaica tem sido disseminada em todo o0 mundo, e no Brasil essa fonte de
energia vem ganhando um espagco consideravel nos ultimos anos, sendo impulsionada,
sobretudo, pelas crises energéticas que o pais enfrenta. O uso dos sistemas fotovoltaicos
proporciona diversas vantagens, tanto ao consumidor final quanto ao pais, contribuindo para
diversificacdo da matriz energética e reducdo da dependéncia por fontes fosseis. Porém,
atrelado aos beneficios, como em todo sistema real, quando instalados em regiGes com baixa
incidéncia de irradiacdo solar essa tecnologia apresenta perda na eficiéncia de geragdo de
energia. Logo, se faz necessario realizar um estudo prévio das condi¢des climéticas do local
onde o sistema fotovoltaico serd instalado. Como alternativa a essa consideracdo, poder-se-ia
realizar um estudo da previsdo da producdo de poténcia antes da sua instalagéo, a partir das
informacdes climaticas locais que influenciam diretamente na geracgdo de poténcia, verificando
a viabilidade da implantacéo do sistema, e evitando um investimento sem retorno. Sendo assim,
0 presente trabalho tem como objetivo, realizar a previsdo da viabilidade de instalacdo de
sistemas fotovoltaicos em outras localidades, por meio de uma Rede Neural Artificial (RNA).
Para isso, foi utilizado como modelo um sistema fotovoltaico de 3kW, localizado no Campus
Leste da Universidade Federal Rural do Semi-Arido (UFERSA), com o intuito de prever o seu
comportamento quando instalado nos estados do Rio Grande do Sul e Pernambuco. A RNA foi
treinada e validada com o auxilio do Matlab®, e os treinamentos foram implementados inserindo
como variaveis de entrada os dados de temperatura e irradiacdo solar da cidade de Mossoro-
RN, fornecidos pela estacdo meteoroldgica da UFERSA, e a poténcia elétrica gerada do sistema
fotovoltaico foi inserida como variavel de saida. Visando ampliar a pesquisa e obter o melhor
resultado, utilizou-se no treinamento dois tipos de rede com propostas de funcionamento
diferentes, uma feedforward e uma feedback. Apos a implementacgéo foram realizadas algumas
validac6es com diferentes situacdes para verificar a capacidade de generalizacdo de cada rede
em prever a saida desejada, posteriormente realizou-se a previsdo da geracdo de poténcia nos
estados do Rio Grande do Sul e Pernambuco, onde nota-se, através dos métodos de analise de
desempenho, que os resultados se mostram favoraveis para essa aplicacdo utilizando a rede
feedforward, visto que a rede feedback ndo obteve bom desempenho para uma quantidade
reduzida de amostras inseridas.

Palavras-chave: Sistema solar fotovoltaico. Rede neural artificial. Previsdo de poténcia.
Eficiéncia energética.



ABSTRACT

Photovoltaic solar energy has been disseminated all over the world, and in Brazil this energy
source has been getting considerable space in recent years, being stimulated mainly by the
energy crises that the country faces. The use of photovoltaic systems offers several advantages,
both to the final consumer and the country, contributing to the diversification of the energy
matrix and reduction of dependence on fossil sources. However, associated with the benefits,
as in any real system, when installed in regions with low incidence of solar irradiation this
technology presents a loss in the efficiency of energy generation. Therefore, it is necessary to
implement a preliminary study of the climatic conditions from the place where the photovoltaic
system will be installed. As an alternative to this consideration, a study of the prediction of
power production before its installation could be carried out, based on the local climatic
information that directly influences the power generation, verifying the feasibility of the system
implantation, and avoiding a investment. Therefore, this work aims to predict the viability of
installing photovoltaic systems in other places, through an Artificial Neural Network (ANN).
For this, the 3kWp photovoltaic system located in the Federal University of the Semi-Arid
(UFERSA) Federal Campus was used as a model, in order to predict its behavior when installed
in the states of Rio Grande do Sul and Pernambuco. The RNA was trained and validated with
the support of Matlab®, and the training was implemented by inserting the input variables the
data of temperature and solar irradiation of the city of Mossor6-RN, provided by the UFERSA
weather station, and the generated electricity of the photovoltaic system was inserted as output
variable. In order to enlarge the research and obtain the best result, two types of network with
different operational proposals, feedforward and feedback were used in the training. After the
implementation, some validations were carried out with different situations to verify the
generalization capacity of each network in predicting the wanted output. Later, it was realized
the power generation forecast in the states of Rio Grande do Sul and Pernambuco, through the
methods of performance analysis, that the results are favorable for this application using
feedforward network, since the feedback network did not perform well for a reduced amount
of inserted samples.

Keywords: Solar photovoltaic system. Artificial neural network. Power Forecast. Energy
efficiency.
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1 INTRODUCAO

As fontes alternativas de energia, principalmente a energia solar fotovoltaica, vém
ganhando um importante espaco no Brasil. Acredita-se que esse crescimento esteja relacionado,
sobretudo, a seguranca energética do pais, que enfrenta longos periodos de estiagem, e afeta o
desempenho das usinas hidrelétricas, que compdem primordialmente a matriz energética
brasileira (EPE, 2015). Tal fato, prejudica o suprimento de energia oriunda dessas usinas, sendo
necessario o acionamento emergencial das termoelétricas, elevando assim o valor cobrado nas
faturas de energia.

A temperatura e a irradiacdo solar sdo as variaveis climaticas que possuem maior
influéncia na geracdo de energia elétrica em sistemas fotovoltaicos e, por possuir grande
intermiténcia, tornam-se um dos maiores problemas enfrentados com esse tipo de fonte de
energia, podendo reduzir significativamente sua eficiéncia. Assim, essas variaveis podem ser
classificadas como variaveis temporais por depender fortemente das condi¢cdes meteoroldgicas,
ndo podendo ser facilmente prevista.

Dentre as variaveis ja mencionadas, a irradiacdo solar destaca-se por apresentar maior
impacto nos sistemas fotovoltaicos, e mesmo funcionando com baixos indices de irradiacéo,
sua geracdo de energia elétrica é reduzida. Apesar da instalacdo dos sistemas fotovoltaicos ser
considerada tecnicamente simples e répida, requer bastante atencdo, ficando o mesmo
predisposto a falhas no seu desempenho, devido as perdas em sua eficiéncia com o nédo
cumprimento dos requisitos necessarios para o bom funcionamento desses sistemas. Com isso,
para evitar que esses sistemas sejam utilizados de forma inadequada e que antes de serem
instalados seja possivel obter resultados prévios de geracdo de energia, se faz necessario utilizar
métodos que possibilitem prever a viabilidade desses tipos de sistemas em determinadas
localidades.

Para isso serdo utilizadas as Redes Neurais Artificiais (RNAS), pois esse tipo de
inteligéncia artificial apresenta bom desempenho ao trabalhar com variaveis temporais, sendo
esta uma das principais vantagens com a sua utilizacdo nesta pesquisa. Dentro desses aspectos,
as RNAs serdo aplicadas no problema de intermiténcia do sistema solar fotovoltaico, realizando
a previsdo da poténcia elétrica gerada a partir das condi¢des climaticas da regido, para indicar,
preliminarmente, a viabilidade da instalagdo dos sistemas, ou seja, informar se em determinada
localidade sera viavel ou ndo a implantacdo, de acordo com a sua producéo.

Diante do que foi exposto, o presente trabalho tem como objetivo realizar a previsdo da

poténcia elétrica gerada, em outras regides do pais, utilizando como base o sistema fotovoltaico
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de 3kWp instalado em Mossord/RN, ou seja, verificar a viabilidade da sua instalacdo em outras
localidades. A analise do desempenho da proposta serd realizada através dos Erro Médio
Percentual (ME%), Percentual da Raiz do Erro Médio Quadratico (RMSE%) e do método de
regressdo, visando uma maior confiabilidade dos resultados obtidos.

1.1 Objetivo Geral

Prever a poténcia elétrica gerada por um Sistema Solar Fotovoltaico de 3kWp quando
instalado em outras localidades do Brasil utilizando Redes Neurais Artificiais, sendo elas
implementadas através do software Matlab®. Para a realizacdo do treinamento foram inseridas
como variaveis de entrada a irradiacdo solar e a temperatura da cidade de Mossor6-RN no

periodo de seis meses.

1.2 Objetivos Especificos

Com a finalidade de se obter o objetivo geral, 0s seguintes objetivos especificos foram

propostos:

e lIdentificar e obter as variaveis relevantes para o treinamento da Rede Neural
Artificial;

e Determinar as localidades que se deseja prever a poténcia e assim obter as variaveis
climaticas necessarias;

e Realizar treinamentos e validacGes com diferentes intervalos de amostras;

e Comparar os resultados obtidos entre as redes utilizadas, definindo qual obteve o melhor
desempenho;

e Verificar a confiabilidade do método aplicado para a previséo.
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2 REVISAO DE LITERATURA

O presente capitulo visa esclarecer conceitos importantes acerca do assunto abordado.
Com destaque para a energia solar fotovoltaica, sistemas fotovoltaicos e a importancia da
previsao de geracdo desses sistemas para o seu bom desempenho. Além disso, através da analise
de alguns trabalhos existentes, verifica-se a relevancia do tema abordado. Discute-se também
os conceitos da RNA, e suas ferramentas, visto que o assunto é fundamental para o
desenvolvimento do trabalho.

2.1 Sistema Solar Fotovoltaico Conectado a Rede

O Sistema Fotovoltaico Conectado a Rede (SFCR) ou on-grid, se caracteriza por se tratar
de uma conexdo direta com a rede convencional de energia elétrica, onde toda a poténcia gerada
pelo arranjo fotovoltaico é injetada na rede elétrica, sendo consumida instantaneamente, e com
isso, dispensa o0 uso de equipamentos armazenadores de energia. Para tanto é indispensavel que
seja utilizado um inversor, de modo a satisfazer as exigéncias de qualidade e seguranca para
que ndo comprometa a qualidade do sistema elétrico no qual se interliga o arranjo fotovoltaico
(CRESESB, 2004). A Figura 1 mostra a composicao principal do SFCR.

Figura 1 — Sistema fotovoltaico conectado a rede elétrica

Geragao Concessiondria
1 =
@
@, T
y J/ JZ 4
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Fonte: Autoria Propria.
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Como pode ser observado na Figura 1, neste tipo de sistema utiliza-se um medidor
bidirecional, que contabiliza a energia gerada pelo Sistema Fotovoltaico (SFV) e a energia
fornecida pela concessionaria local.

No Brasil, a geracdo de energia elétrica, por meio da tecnologia fotovoltaica, possui um
grande potencial, e de acordo com o INPE (2017), no local menos ensolarado do pais, é possivel
gerar mais eletricidade do que no local mais ensolarado da Alemanha, por exemplo. Com esse
potencial, o Brasil ganha destaque na implantacdo desta fonte de energia, podendo contribuir
para a reducdo dos picos de demanda dos sistemas de transmissdo do Sistema Interligado
Nacional (SIN) (INPE, 2017).

Para esses sistemas existem duas configurages, os sistemas fotovoltaicos distribuidos
e os centralizados, sendo elas determinadas de acordo com o porte do sistema e do local de
instalacdo quanto a sua proximidade com o ponto de consumo. A Geracdo distribuida sera
melhor explorada na secdo 2.1.1, abordando defini¢Ges e Resolu¢des Normativas que regem tal

configuracao.

2.1.1 Geracdo Distribuida (GD)

Esse método de geracdo utiliza fontes de energia elétrica de pequeno porte, de forma
integrada ou isolada, pelas concessionarias, consumidores e terceiros, gerando eletricidade e
consequentes beneficios para o sistema elétrico e para as unidades consumidoras especificas.
Essa energia elétrica é produzida no local de consumo ou proximo a ele. Vale ressaltar que a
geracdo distribuida ndo possui limites de geracdo, com niveis de poténcia maxima ou minima
determinados, desta forma ela pode ser formada por unidades de baixa e alta poténcia.
(TORRES, 2015).

Ainda de acordo com Torres (2015), diferente da geracdo distribuida existe a geracao
centralizada ou tradicional, que se caracteriza pelas usinas de grande porte, onde grandes
centrais de geracdo fornecem, por meio de uma extensa rede de linhas de transmissao e de
distribuicdo, energia capaz de alimentar diversos consumidores em diversas regifes.

Acredita-se que podem surgir diversas mudancas tanto nas tecnologias envolvidas quanto
na forma como sdo elaborados o0s negdcios com a compra, venda e producdo de energia elétrica,
caso o crescimento da geragdo de energia elétrica em suas proprias unidades consumidoras seja
algo promissor. De fato, reduzir a demanda das concessionarias ou dos sistemas centralizados,
ao produzir sua propria energia, acarreta uma serie de mudancas no setor elétrico, demandando

cuidados e tecnologias para se adequar ao novo cenario (TORRES, 2015).
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O direito do brasileiro gerar sua propria energia elétrica estd em vigor desde 17 de abril
de 2012, através da Resolucdo Normativa ANEEL n° 482/2012, nela é citada que o consumidor
pode gerar sua prépria energia elétrica a partir de fontes renovaveis ou cogeracdo qualificada,
e 0 excedente pode ser fornecido para a rede de distribui¢do de sua localidade. Nesse contexto,
implantam-se a microgeracdo e a minigeracdo distribuidas de energia elétrica, aliando e
promovendo a economia financeira, consciéncia socioambiental e autossustentabilidade
(ANEEL, 2015a).

Com a atualizacdo da Resolugdo Normativa 482/2012, novos parametros foram criados,
passando a ser valido a partir da Resolucdo Normativa 687/2015, onde tem-se as seguintes

definigdes e informagdes a respeito dos tipos de geracdo, em que:

I - microgeracdo distribuida: central geradora de energia elétrica, com poténcia
instalada menor ou igual a 75 kW e que utilize cogeracdo qualificada, conforme
regulamentacdo da ANEEL, ou fontes renovaveis de energia elétrica, conectada na
rede de distribuicdo por meio de instalacfes de unidades consumidoras;

Il - minigeracdo distribuida: central geradora de energia elétrica, com poténcia
instalada superior a 75 kW e menor ou igual a 3 MW para fontes hidricas ou menor
ou igual a 5 MW para cogeracdo qualificada, conforme regulamentacdo da ANEEL,
ou para as demais fontes renovaveis de energia elétrica, conectada na rede de
distribuicdo por meio de instalagdes de unidades consumidoras;

Il - sistema de compensacdo de energia elétrica: sistema no qual a energia ativa
injetada por unidade consumidora com microgeracdo ou minigeracdo distribuida é
cedida, por meio de empréstimo gratuito, a distribuidora local e posteriormente
compensada com o consumo de energia elétrica ativa (ANEEL, 2015b).

Basicamente, esse sistema de compensacdo funciona quando a energia injetada na rede
elétrica e superior a consumida, gerando créditos que podem ser utilizados em até 60 meses. O
consumidor tem a opcdo de utilizar esses créditos em outras unidades previamente cadastradas
dentro da mesma area de concessao, desde que seja caracterizada como autoconsumo remoto,
geracdo compartilhada ou integrante de empreendimentos de multiplas unidades consumidoras,
os condominios, sendo eles, locais diferentes do ponto de consumo. Sobretudo, essa medida
pode servir de incentivo para a implantacdo desses sistemas, em virtude dos diversos beneficios
financeiros gerados.

A Resolucdo Normativa 687/2015 especifica que é possivel instalar uma micro ou
minigeracdo em local diferente da unidade consumidora na qual a energia excedente sera

compensada, com isso foram criadas as modalidades da GD, tais como:

Empreendimento com mdltiplas unidades consumidoras: caracterizado pela utilizagdo
da energia elétrica de forma independente, no qual cada fragdo com uso
individualizado constitua uma unidade consumidora e as instalagfes para atendimento
das é&reas de uso comum constituam uma unidade consumidora distinta, de
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responsabilidade do condominio, da administragio ou do proprietario do
empreendimento, com microgeracdo ou minigeracao distribuida, e desde que as
unidades consumidoras estejam localizadas em uma mesma propriedade ou em
propriedades contiguas, sendo vedada a utilizagdo de vias publicas, de passagem aérea
ou subterrénea e de propriedades de terceiros ndo integrantes do empreendimento;
Geragdo compartilhada: caracterizada pela reunido de consumidores, dentro da
mesma area de concessdo ou permissdo, por meio de consdrcio ou cooperativa,
composta por pessoa fisica ou juridica, que possua unidade consumidora com
microgeragdo ou minigeracdo distribuida em local diferente das unidades
consumidoras nas quais a energia excedente sera compensada;

Autoconsumo remoto: caracterizado por unidades consumidoras de titularidade de
uma mesma Pessoa Juridica, incluidas matriz e filial, ou Pessoa Fisica que possua
unidade consumidora com microgeracdo ou minigeracao distribuida em local
diferente das unidades consumidoras, dentro da mesma &rea de concessdo ou
permissdo, nas quais a energia excedente sera compensada (ANEEL, 2015b).

No Brasil, a implantacio da GD estd em crescente avango, sendo composta

principalmente pelas fontes hidricas, térmicas, edlicas e solares. A Figura 2 mostra dados da
capacidade instalada da GD para os anos de 2015, 2016 e 2017.

=
>

Figura 2 — Capacidade instalada da Geracao distribuida no Brasil
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Fonte: Com base em dados de EPE, 2018.

Em 2015 a capacidade total instalada da GD era de 16,5MW, com um aumento

significativo em 2016, subindo para 72,5MW, caracterizando um aumento superior a 300%. No

ano de 2017, esse aumento foi ainda mais significativo atingindo 246,1MW. Esse expressivo

crescimento teve uma maior contribuicdo por parte da energia solar, que vem se destacando no

decorrer dos anos. Em 2018 é mostrado na Tabela 1 as Unidades Consumidoras (UC) com GD

divididas por modalidade.
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Tabela 1 — Unidades Consumidoras com GD em 2018

: : uantidade de UC que Poténcia
el QUEAIREE Qrecebem 0S créditc?s Instalada (kW)
Autoconsumo remoto 4.455 20.001 135.937,64
Geracdo compartilhada 172 820 16.118,44
Geracdo da prépria UC 35.476 35.476 343.676,59
Multiplas UC 26 144 557,97

Fonte: Adaptado de ANEEL, 2018.

Através da Tabela 1 é possivel notar que a poténcia instalada em 2018 ultrapassou 496
MW, distribuidos em 40.129 Unidades Consumidoras por todo o pais. Desta forma, percebe-se
que estimular a geracgéo distribuida pode gerar diversos beneficios ndo s6 ao consumidor, que
produz sua prépria energia, sendo capaz de fornecé-la as concessionarias, mas também para o
sistema elétrico, podendo adiar os investimentos em expansdo dos sistemas de transmisséo e
distribuicdo, diminuir os impactos ambientais, reduzir o carregamento das redes, minimizar as
perdas e contribuir diretamente para a diversificacdo da matriz energética (ANEEL, 2015a).

O foco principal deste trabalho esta na previsao da geracdo de poténcia dos SFCR para
0s estados de Pernambuco e Rio Grande do Sul, evitando dimensionamentos erroneos,
sobretudo, devido a reducédo na geracdo causada pela baixa incidéncia de irradiacdo solar que
podem existir nessas localidades. Desta forma, assuntos relacionados ao tema serdo abordados
com maiores detalhes nas secdes 2.1.2, 2.1.3 e 2.1.4, com foco na influéncia das variaveis
climaticas no desempenho dos sistemas fotovoltaicos, bem como o potencial do mesmo no

Brasil e a aplicacédo de previsdes para esses sistemas.

2.1.2 Influéncia das variagdes climaticas no desempenho dos sistemas fotovoltaicos

As variacoes climaticas possuem influéncia significativa na geracdo de energia a partir
de fontes renovaveis, sendo os sistemas fotovoltaicos influenciados, principalemente, pelos
efeitos da temperatura e intensidade da radiacéo solar, visto que ao longo do tempo elas variam
continuamente, provocadas pelas condigdes meteorologicas.

Na Figura 3(a) pode-se observar a influéncia da irradiacdo solar no desempenho do
sistema fotovoltaico, onde a corrente gerada pelo médulo aumenta linearmente com o aumento
da intensidade da irradiacdo solar incidente, e a tensdo sofre pouca alteracdo. Observa-se assim,

que é imprescindivel a determinacdo do local adequado para sua instalagdo, pois o sistema ndo
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ird funcionar de maneira correta, mesmo gerando energia em dias com muita nebulosidade, a
geracgdo sera de maneira reduzida devido a baixa irradiacdo solar no local.

O efeito da temperatura pode ser visto na Figura 3(b), onde a eficiéncia do modulo é
afetada quando a tens&o diminui significativamente com o aumento da temperatura, enquanto
a corrente sofre uma pequena elevacgdo considerada quase desprezivel. O nivel de insolagéo e a
variagdo da temperatura ambiente provocam uma variacdo de temperatura nas células
fotovoltaicas, causando um aumento que tende a reduzir a eficiéncia do sistema (CRESESB,
2004).

Figura 3 — Influéncia da radiacdo solar e da temperatura no desempenho dos médulos
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Fonte: Adaptado de CRESESB, 2004.

Existem alguns fatores que se caracterizam como sombreamentos em um SFV, tais como,
sombreamento causados pela localizacao da instalacdo, sombreamento causado por edificacGes
proximas, sombreamentos devido aos painéis fotovoltaicos instalados nas proximidades
(COSTA, 2015). Esses sdo considerados sombreamentos permanentes e ocasionados muitas
vezes por falha de projeto, podendo ser evitado antes da instalagéo.

No entanto, existe o tipico sombreamento temporario, resultante da presenca de neve, de
folhas e de dejetos dos passaros, pequenas particulas, animais ou entre outros tipos de sujidade
(COSTA, 2015). Esses tipos de sombreamentos devem ser solucionados por meio de inspecdes
e manutencgdes regulares, garantindo o funcionamento adequado e evitando falhas mais graves.
Além disso, alguns tipos de manutencdo a serem realizadas, dependendo da magnitude do
sistema, podem ser relativamente rapidas e simples. O proprio usuario € capaz de realizar alguns
procedimentos para uma boa manutengao preventiva. Entretanto, a manutengao corretiva deve
ser realizada por profissionais capacitados, tendo em vista a necessidade de conhecimentos

especificos acerca dos componentes que compdem o sistema fotovoltaico (CRESESB, 2004).
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Diante do que foi exposto, a temperatura e irradiacdo solar serdo as variaveis utilizadas
nessa pesquisa, pois, conforme supracitado, as mesmas apresentam forte influéncia na geracao
de poténcia elétrica dos sistemas fotovoltaicos, e espera-se assim, gerar os melhores resultados

No processo de previs&o.

2.1.3 Avaliagéo do potencial para instalagéo de sistemas fotovoltaicos no Brasil

O Brasil possui grande potencial de crescimento para a instalacdo de sistemas
fotovoltaicos, devido, sobretudo, a sua localizacdo geografica, que favorece a incidéncia de
variaveis climaticas que possuem ligacao direta com o desempenho de tais sistemas.

Essa localizacdo é considerada favoravel, pois a extensdo territorial do Brasil abrange
areas de baixas e médias latitudes, apresentando diferentes padrdes de precipitacao, além disso,
devido a sua grande extensdo territorial, € possivel identificar caracteristicas bastante distintas
entre as regides do pais. A exemplo disso, tem-se a Amazonia e o semiarido nordestino que
apresentam indices de precipitacdes opostos, onde na Amazonia a precipitacdo média é bastante
elevada, de duas a sete vezes maior, do que ocorre no semiarido nordestino, com precipitacdes
muito reduzidas (INPE, 2017).

Desta forma, o nivel de geracdo de poténcia a partir da energia solar fotovoltaica, é
influenciado por essas questdes climaticas, sobretudo, pela irradiacdo solar, dependendo
fortemente dessa varidvel meteorologica para operar de forma eficiente. Assim, qualquer
situacdo que impeca a incidéncia dessa irradiacéo solar na superficie dos painéis fotovoltaicos,
provoca perdas de eficiéncia, e isso deve ser evitado, para tanto, se faz necessario um estudo
prévio no local da sua instalacdo, para verificar a viabilidade desses sistemas, ou até mesmo
métodos de previsdo da poténcia gerada, como por exemplo, técnicas estatisticas e métodos de
inteligéncia artificial.

No Brasil, os niveis de irradiacdo sdo considerados elevados, e a Figura 4 mostra os

indices médios por regido do pais.
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Figura 4 — Indices de irradiagio solar nas regides do Brasil
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De acordo com o manual do CRESESB (2014), indica-se que os sistemas fotovoltaicos
sejam instalados em regides com niveis de irradiacdo superiores a 3 kWh/mz.dia, tornando
viavel esse tipo de adesao e obtendo um melhor aproveitamento desse tipo de energia renovavel.
indices acima desse valor sdo registrados com frequéncia no Brasil, conforme mostrado na
Figura 4, onde apresentam indices médios de irradiacdo global acima de 4 kwh/m2.dia em todas
as regides.

Um estudo realizado pelo INPE (2017) mostra a variabilidade interanual da irradiacdo
solar em cada regido do Brasil entre os anos de 2005 e 2015, sendo o Nordeste a regido que
apresentou a menor variabilidade, com 50% das médias anuais contidas no intervalo entre 5,43
e 5,50 kWh/mz, o que indica indices de irradiacdo a niveis constantes, favorecendo aplicacdes
que facam uso da mesma. Em contrapartida, a regido Sudeste registrou a maior variabilidade
interanual, com 50% das médias entre 4,97 e 5,11 kWh/m?, isso se deve pela forte variacéo
climatica caracteristica dessa regido. Na regido do Sul do pais, 50% das médias anuais
apresentam valores entre 4,53 e 4,61 kWh/m2, enquanto na regido Norte os valores médios
anuais oscilam entre 4,61 e 4,69 kWh/m2,

Com base nesses dados, foram selecionados os estados de Pernambuco e Rio Grande do
Sul, localizados nas regifes Nordeste e Sul do pais, respectivamente, onde tal escolha se deve

as variagoes climaticas distintas entre eles, e podendo assim, verificar o desempenho do sistema
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fotovoltaico de 3kWp abordado nesta pesquisa, quando validados com a RNA em diferentes

niveis de temperatura e irradiagdo solar.

2.1.4 Previsao da geracéo de poténcia do SFCR

O ato de prever a producgdo de energia de sistemas intermitentes, como no caso dos
sistemas fotovoltaicos, independentemente do método de previsdo escolhido, possui papel
fundamental, seja no armazenamento de energia ou no controle da rede elétrica convencional,
permitindo uma adaptacdo da carga de forma a otimizar o transporte de energia ou planejar
atividades de manutengdo (FERNANDES, 2014).

Apesar do Brasil apresentar indices favoraveis para a instalagao de sistemas fotovoltaicos,
essa fonte de energia renovavel possui grande intermiténcia, devido as frequentes variacdes de
clima das regides brasileiras que ndo seguem fielmente os padrdes climaticos de suas estacoes
do ano, influenciado assim na irradiacdo solar. Essa por sua vez, possui influéncia direta na
geracdo fotovoltaica, pois quanto maior forem esses niveis de irradiacdo, melhor serd o
desempenho do sistema, e consequentemente uma maior geracao de poténcia elétrica.

Com isso, o ideal é que se tenha uma previsdo do que podera ser gerado antes de realizar
a instalacdo dos sistemas. Essa previsdo € importante, pois possibilita uma melhor gestdo da
energia, bem como um melhor aproveitamento da mesma, evitando a instalagdo em locais que
ndo atendam aos requisitos minimos recomendados para geracdo dos niveis desejados de
energia elétrica.

Além disso, conforme abordam Li et al. (2014), aplicaces de previsdo da producdo de
energia através de sistemas fotovoltaicos possuem efeitos significativos na estabilidade de
sistemas de poténcia. O método proposto por eles fez uso de RNA para prever a geracdo de
energia solar fotovoltaica, e atingiu uma elevada exatiddo nos resultados. No entanto foi
detectada uma reducédo na precisdo do resultado final com o aumento da distancia dos pontos
previstos, com isso considerou-se intervalos de tempo de uma hora, visando diminuir os erros.

Ja Dragoon e Papaefthymiou (2015) abordam que, os modelos de previsdo mais eficientes
se destacam por melhorar as condi¢cdes de operacdo de um sistema fotovoltaico. No entanto,
enfatizam também que a qualidade da previsdo da geracdo fotovoltaica pode ser prejudicada
pela intermiténcia e variacdo da disponibilidade do sol.

Desta forma, Rahman e Hazim (1993) enfatizam algumas técnicas utilizadas em
previsdes, tais como, séries de modelo temporais de Box-Jenkins, 0 Modelo Auto Regressivo

Integrado de Médias Mdveis (ARIMA), regressao linear e modelos adaptativos, que sdo
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classificadas como técnicas estatisticas. Existem também técnicas da inteligéncia artificial que
realizam essas previsdes, com destaque para a Logica Fuzzy e as Redes Neurais Artificiais,
sendo utilizados também os modelos hibridos que empregam as duas técnicas.

Entre as técnicas citadas, a RNA foi selecionada para ser implementada nessa pesquisa.
Diante disto, no item 2.2 serdo abordadas algumas definices a respeito desse método, bem

como, parametros importantes que devem ser configurados para obter seu melhor desempenho.

2.2 Redes Neurais Artificiais

A Rede Neural Artificial é considerada uma ferramenta da Inteligéncia Artificial (1A) que
funciona de forma semelhante ao cérebro humano por tentar reconhecer regularidades e padrdes
dos dados. Segundo Haykin (2001), uma rede neural € uma maquina projetada para modelar a
maneira como o cérebro realiza uma tarefa particular ou funcdo de interesse. O bom
desempenho de uma RNA pode ser alcangado por meio de uma interligacdo macica de células
computacionais denominadas neurénios. Elas aprendem por experiéncia, e acumulam
conhecimentos que serdo posteriormente generalizados para tomadas de decisdes.

A ndo linearidade de algumas variaveis pode ser vista com um empecilho para alguns
métodos de computacdo convencional, no entanto, para as RNAs essa é considerada uma de
suas principais vantagens, sendo também uma das razdes para a adoc¢ao desse metodo. Dentro
desses aspectos tem-se as séries temporais, que sdo qualguer conjunto de observacGes
ordenadas no tempo, e tem como objetivo investigar o mecanismo gerador da série, fazer
previsdes de valores futuros, descrever apenas o comportamento e procurar periodicidades
relevantes nos dados (MORETTIN & TOLOI, 2006).

Desta forma, a relacdo entre as RNAs e as séries temporais € usualmente aplicada na
previsdo destas séries, pois permite a aproximacdo da maioria das funcdes ndo-lineares. As
séries temporais apresentam comportamentos em que as propriedades de convergéncia,
generalizacdo e aprendizado das redes neurais podem gerar resultados satisfatérios quando
comparados com outros modelos (MARTINS; METTE; MACEDO, 2008).

Para isso, a RNA é composta por um neur6énio artificial, sendo ele o0 componente basico
de uma RNA e de fundamental importancia para o funcionamento da mesma, ele é também
denominado unidade de processamento de informacdo (HAYKIN, 2001). O neurénio artificial
é capaz de receber estimulos em sua entrada, de diversos outros neurénios e propagar uma saida,
em funcdo dos estimulos recebidos e do estado interno, a varios outros neurdnios. A

interconexao de diversos neurdnios gera a estrutura da rede neural. (CASILLO e VALE, 2017).
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Para a implementacdo de uma RNA, é necessario ainda a inser¢do de uma funcdo de
ativacdo, que tem como objetivo principal, limitar a saida do neurdnio e introduzir néo
linearidade no modelo (CASILLO e VALE, 2017). Existem 4 modelos principais de funcdes
de ativacgdo, a saber, a funcéo linear, sigmoide, hiperbdlica e degrau.

A escolha da funcdo de ativacdo depende da aplicacdo, sendo necessario um
conhecimento prévio das caracteristicas do problema, para que seja determinada essa escolha.
Caso o valor de um determinado problema seja positivo, por exemplo, é indicado aplicar a
funcéo sigmoide, visto que a mesma tem como carateristica fornecer sempre valores positivos.

Outro parametro importante na implementacdo da RNA é método de inicializacdo dos
pesos, sendo a inicializacdo aleatéria 0 método mais comum, por ser simples e possuir
habilidade de multiplas solu¢bes. Dependendo da inicializagdo, a quantidade de ciclos de
treinamento pode ter uma reducdo significativa, sem alterar o desempenho da rede (CASILLO
e VALE, 2017).

2.2.1 Arquitetura da rede quanto a divisdo de camadas

A arquitetura de uma RNA define como seus neurénios estdo arranjados, ou dispostos,
uns em relacdo aos outros. Esses arranjos sdo essencialmente estruturados através do
direcionamento das conexdes sinapticas dos neurdnios (SILVA et. al., 2010).

Uma rede neural artificial pode ser dividida em trés partes, denominadas de camadas,

conforme a Figura 5.

Figura 5 — Divisao das camadas da RNA
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Fonte: Autoria propria

As camadas que constituem a RNA podem ser definidas como (SILVA et. al., 2010):

e Camada de entrada: € a camada responsavel pelo recebimento de dados externos.



28

e Camada intermediaria: Também conhecida como camada escondida ou oculta. Nelas
ficam localizados os neurdnios que possuem a responsabilidade de extrair as
caracteristicas associadas ao processo. Vale salientar que algumas redes ndo possuem
essa camada.

e Camada de saida: Esta camada é constituida pelos neurénios responsaveis pela producdo
e apresentacdo dos resultados finais da rede, esses resultados sdo decorrentes dos

processamentos efetuados pelos neurdnios das camadas anteriores.

2.2.2 Arquitetura da rede quanto a forma de interligacao

A arquitetura da RNA quanto a disposic¢do dos seus neurénios, a forma de interligacédo
entre eles, a constituicdo de suas camadas e a caracteristica de realimentacdo, podem ser
subdivididas em trés classes de arquiteturas, a Feedforward de Unica camada, Feedforward de
multiplas camadas e Redes recorrentes (feedback) (SILVA et. al., 2010). Sendo as duas Ultimas
abordadas nas subsecfes 2.2.2.2 e 2.2.2.3 com maiores detalhes, visto que as mesmas foram

aplicadas na pesquisa.

2.2.2.1 Feedforward de Unica camada

E constituida, basicamente, por uma camada de entrada e uma camada de saida, onde fica
a Unica camada de neurdnios, conforme Figura 6. Observa-se que para esse tipo de rede, o
nimero de saidas sempre ird coincidir com o numero de neurbnios. Ela é geralmente
recomendada para problemas envolvendo classificacdo de padrdes e filtragem linear. O
Perceptron e o Adaline sdo exemplos de rede que possuem essa caracteristica simples (SILVA
et. al., 2010).

Figura 6 — Feedforward de Gnica camada

entrada c da de
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Fonte: Adaptado de SILVA et. al., 2010.
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2.2.2.2 Feedforward de multiplas camadas

A rede de multiplas camadas, também sdo conhecidas como Multilayer Perceptron
(MLP). Elas sdo constituidas por uma ou mais camadas escondidas de neur6nios. Geralmente
séo aplicadas em aproximacao de funcdes, classificacdo de padrdes, identificacéo de sistemas,
otimizacdo, rob6tica, controle de processo, etc. (SILVA et. al., 2010). Como mostra a Figura 7,
essa rede é formada por uma camada de entrada com n sinais, duas camadas escondidas,
composta por n,e n, neurdnios, e uma camada de saida com m neurdnios, que sera também o

nimero de saidas.

Figura 7 — Feedforward de maltiplas camadas

Fonte: Adaptado de SILVA et. al., 2010.

Com visto na Figura 7 as redes feedforward sdo caracterizadas por possuir uma
propagacdo de sinal, seguindo da camada de entrada, passando pelas camadas ocultas, até
atingir a camada de saida, sem apresentar uma realimentacdo da informacdo, desta forma, as
interligacGes das camadas sdo conectadas de forma que a saida de uma camada é conectada
imediatamente na entrada da camada posterior.

De acordo com Principe & Kuo (1995) as redes feedforward por apresentar
caracteristicas estaticas, esse tipo de rede pode ndo ser capaz de capturar a dindmica de um
sistema. Para tanto, se faz necessario 0 uso das redes recorrentes, que por possuir a capacidade
de agregar memoria a rede neural se torna mais apropriada e mais eficaz na captura da dindmica
de um sistema.

No entanto, Tsoi (1998) apud Souza (2007) afirma que uma das maiores razdes que

torna estas redes populares, é o fato de sua arquitetura ser um aproximador universal, para
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mapeamentos estaticos ndo lineares gerais, para isso 0 numero de neur6nios na camada

intermediaria deve suficiente.

2.2.2.3 Redes recorrentes (feedback)

Sé&o redes que se comportam como uma MLP, no entanto possui uma realimentacéo, que
fornece informacdes da saida para a entrada, ou seja, as saidas dos neurdnios da Gltima camada
funcionam como sinais de entrada para 0s neurdnios das camadas iniciais. Essa caracteristica
possibilita a implantagdo de tais redes em processamento dindmico de informacdes, podendo
ser utilizadas em sistemas variantes no tempo (SILVA et. al., 2010). A Figura 8 mostra o

esquema de uma rede recorrente.

Figura 8 — Esquema de uma rede recorrente
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Fonte: Adaptado de SILVA et. al., 2010.

Outro modelo de rede que serd abordado nesse trabalho é a rede neural Nonlinear
Autouregressive Model With Exogenous Inputs (NARX), um tipo de rede recorrente e nao
linear, que se comporta como uma MLP, no entanto possui uma realimentacdo da saida com
atrasos de tempo.

A rede NARX, trata-se de uma rede dinamica com realimentacdo, formada por uma
conexdo que interliga as informacgdes da saida com a entrada, de forma que essas informacoes
chegam com atrasos de tempo. A rede NARX é baseada na modelo ARX linear, que é muito
utilizado em previsdes de séries temporais, e utilizados na identificacdo de sistemas lineares
tipo caixa preta (ALVAREZ, 2015).

A Equacdo (1) define o0 modelo NARX, onde observa-se 0s regressores existentes, de

forma que o préximo valor do sinal de saida dependente y (t) € regredido em valores anteriores
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do sinal de saida e valores anteriores de um sinal de entrada independente (exdgeno)
(ALVAREZ, 2015).

y(®) = fly(t—1),(t—2),...y(t - ny),u(t —1D,u(t—2),..,u(t—ny) 1)

O laco de realimentacdo existente na rede NARX permite criar uma meméria interna
onde sdo guardados os valores passados da saida e os reintroduzirem ap6s um ndmero
determinado de retardos na rede como uma variavel de entrada adicional (ALVAREZ, 2015).
A partir dessas caracteristicas, a rede NARX pode ser aplicada em diversas situacdes, como por
exemplo, para prever o proximo valor do sinal de entrada, em filtragem ndo linear e na

modelagem de sistemas dindmicos ndo lineares (MATLAB, 2019a).

2.2.3 Algoritmo de aprendizagem da rede

A RNA se destaca por aprender a partir de amostras que expressam o comportamento do
sistema. Onde logo apds a rede aprender a relacdo existente entre a entrada e a saida ela sera
capaz de generalizar as solugdes, estando apta a apresentar valores proximos do esperado, para
quaisquer valores inseridos na entrada da rede (SILVA et. al., 2010).

Para treinar uma rede neural aplicam-se alguns passos ordenados necessarios para
sintonizacdo dos pesos sinapticos e limiares de seus neurbnios, obtendo ao final as
generalizacbes das solugcdes produzidas pelas suas saidas. Esse conjunto de passos é
denominado algoritmo de aprendizagem, e ao longo da aplicacdo extrai caracteristicas
discriminantes do sistema através de amostras retiradas do seu contexto (SILVA et. al., 2010).

O conjunto de amostras selecionado, que abrange as caracteristicas do sistema, € dividido
em dois subconjuntos, o de treinamento, que compreende cerca de 60% a 90% das amostras do
conjunto real, utilizado no processo de aprendizado da rede, e o subconjunto de teste, onde
utiliza-se entre 10% e 40% do conjunto das amostras, que serve para verificar os aspectos de
generalizacdo de solucdes da rede, se 0s mesmos se encontram em faixas aceitaveis, validando
assim a topologia escolhida (SILVA et. al., 2010).

Recebe 0 nome de época o processo iterativo que ocorre durante o treinamento da RNA,
é um ciclo de aprendizagem composto das fases de treinamento e teste. O nimero de épocas

necessario para determinar um bom ajuste varia devido alguns fatores, tais como, a
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complexidade do problema, os pesos atribuidos incialmente e a taxa de aprendizagem? (SILVA,
2002). Geralmente, o nimero de épocas é determinante para o critério de parada do treinamento
da rede.

No processo de implementacdo das RNA deve-se atribuir um critério de parada, onde o
treinamento é interrompido quando atinge o minimo erro quadratico médio para os dados de
validacdo ou quando o numero pré-determinado de épocas de treinamento for alcancado, no
entanto pode-se utilizar uma combinagéo desses dois fatores (BATISTA, 2009).

Os algoritmos de treinamento podem ser classificados em Supervisionado e N&ao
supervisionado. O que determina essa diferenca entre eles é que, no treinamento supervisionado
existe a influéncia de um “professor” com o intuito de verificar possiveis desvios da rede. A
partir dos valores de entrada deve-se verificar se a saida obtida possui valores proximos da
desejada, caso contrario os pesos devem ser ajustados pelo algoritmo de aprendizagem, que
analisa essa defasagem existente entre a saida obtida e a desejada, realizando o procedimento
de ajuste. A rede sera considerada treinada, quando essa defasagem apresentar valores
aceitaveis. No processo de treinamento ndo supervisionado, ndo existe a supervisao de um
“professor” durante aprendizagem da rede, ndo necessitando de uma saida desejada. Com isso,
através dos dados fornecidos na entrada da rede, a mesma serd capaz de generalizar as
informac0es e extrair padrdes (SILVA, 2002).

Destaca-se como algoritmo supervisionado o Backpropagation, um dos algoritmos mais
conhecidos e utilizados. O mesmo trabalha com amostras de entradas e saidas e seu treinamento
é dividido em duas etapas, na primeira os sinais das entradas sdo inseridos e propagados camada
por camada até que se obtenha um valor de saida, 0 mesmo sera comparado com o valor de
saida desejado, havendo alguma divergéncia entre eles, ou seja, 0 surgimento de um erro, este
sera entdo retro propagado para a entrada da rede, onde serdo feitos ajustes dos pesos, esse
processo devera ser repetido até que se obtenha o menor erro possivel.

Outro tipo de algoritmo de treinamento bastante conhecido e também utilizado na
implementacdo da rede neural dessa pesquisa foi o Levenberg-Marquardt, que trata-se de uma
técnica iterativa que localiza o valor minimo de uma funcdo que é expressa como a soma dos
quadrados de valores reais de fun¢des nao lineares (LOURAKIS, 2005). A principal vantagem
com a utilizacdo desse algoritmo é a sua capacidade de acelerar o processo de convergéncia.

Essa aceleracdo do treinamento baseia-se na determinacdo das derivadas de segunda ordem do

! Essa taxa funciona como fator multiplicativo na correcdo dos pesos das conexdes entre os neurénios, ela indica
a rapidez com que 0s pesos sindpticos sdo ajustados, ou seja, a velocidade de aprendizagem da rede (SILVA,
2002).
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erro quadratico em relacdo aos pesos, diferindo do algoritmo backpropagation tradicional que
considera as derivadas de primeira ordem (BARBOSA et al., 2005).

2.3 ldentificacdo das séries temporais usando RNA

As RNAs sdo bastante utilizadas no reconhecimento de padrdes temporais e previsoes.
Segundo Haykin (1994) apud Medeiros (2016), se o problema envolver séries temporais, se faz
necessario a insercdo de um mecanismo de memoria, que tem como principal objetivo
transformar uma rede neural estatica em uma rede dindmica, ou seja, transformar as
caracteristicas puramente estaticas em dindmicas (HAYKIN, 2001).

Essa memoria pode ser dividida em memoria de curto prazo e de longo prazo, dependendo
do tempo de retencdo. A inser¢cdo da memdria de longo prazo na RNA ¢é feita por meio da
aprendizagem supervisionada, onde o contetdo de informacdo do conjunto de amostras de
treinamento fica armazenado, parcialmente ou totalmente, nos pesos sinapticos. Ja a insercéo
da memdria de curto prazo, se faz pelo atraso de tempo, sendo esta uma das maneiras mais
simples, podendo ser implementada a nivel sinaptico na propria rede ou na camada de entrada
(HAYKIN, 2001). De acordo com Haykin (1994) apud Medeiros (2016) a aplicacdo de uma
memoria de curto prazo em conjunto com uma memoria de linha de atraso derivada na entrada
da RNA, é considerada uma das redes mais simples e mais utilizadas na previsao de séries
temporais.

Quando um sinal de entrada de valores no presente e de valores no passado € armazenado
em uma memoria de linha de atraso no tempo, os parametros livres da rede neural sdo ajustados
visando obter o minimo erro quadratico médio entre a saida da rede e a resposta desejada
(VILLAMAGNA, 2013).

A partir disso, serdo abordadas na se¢do 2.4, algumas aplicacdes das RNAs na previsao
de variaveis dos SFV que influenciardo na poténcia gerada pelos sistemas fotovoltaicos,

mostrando dados de diferentes locais e expondo a relevancia da proposta deste estudo.

2.4 Trabalhos na area

A pesquisa de Mellit e Pavan (2010), trata de uma planta fotovoltaica de 20 kWp instalada
no telhado do municipio de Trieste, na Italia. O processo foi implementado no Matlab®
utilizando perceptron multicamadas (MLP) e o algoritmo de treinamento backpropagation,

onde dois modelos de RNAs foram desenvolvidos e implementados. O primeiro modelo utiliza
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como variaveis de entrada a irradiacdo solar e a temperatura do ar, enquanto o segundo modelo
usa apenas a irradiacdo solar como parametro de entrada, vale salientar que ambos os modelos
possuem a poténcia gerada como variavel de saida. Dentre as analises de desempenho de
previsdo adotados, destaca-se o coeficiente de correlagdo, onde os resultados mostram uma boa
eficiéncia entre a poténcia medida e a prevista, com resultados do coeficiente de correlacdo na
faixa de 98-99%. Ambos os modelos apresentaram um bom desempenho, no entanto, o primeiro
modelo apresenta um desempenho mais preciso se comparado ao segundo, visto que, para o
treinamento do mesmo, utilizou-se mais variaveis de entrada, contudo, os autores destacam que
mesmo sendo implemento com apenas uma variavel de entrada, o segundo modelo apresenta
um desempenho significativo e (til para casos em que apenas a irradiacdo solar esteja
disponivel.

Mellit et. al. (2013) abordam a previsdo da poténcia gerada de um SFV de 50Wp
utilizando RNA, a pesquisa foi realizada em Istambul na Turquia com amostras no periodo de
01/01/2011 a 24/02/2012. A rede foi implementada utilizando a irradiagcdo solar, temperatura
do ar, tensdo do modulo fotovoltaico e corrente do modulo fotovoltaico como variaveis de
entrada. A partir disso realizou-se duas previsdes distintas, sendo uma para um dia nublado (22
de janeiro de 2012) e outra para um dia ensolarados (15 de agosto de 2011). Os resultados
obtidos mostram que a previsdo para o dia ensolarado apresentou resultados melhores do que
para o dia nublado, sendo comprovada tal consideracgéo através dos coeficientes de correlacéo,
que para o dia nublado foi de 0,9640 e o dia ensolarado obteve um coeficiente de 0,9722, apesar
da diferenca dos coeficientes, ambos sdo proximos de 1, e caracterizando uma boa previséo.

Ja o trabalho de Jumaat et. al. (2016) teve como objetivo prever a radiacdo solar incidente
no sistema fotovoltaico usando RNA localizado em Batu Pahat na Malasia. Para isso foram
utilizadas cinco variaveis de entrada, sendo elas, a temperatura do ar, temperatura minima,
temperatura maxima, umidade relativa e velocidade do vento, obtidas no Software RETScreen.
Para o treinamento da rede utilizou-se a topologia perceptron de multicamada com propagacéo
reversa, o algoritmo de treinamento foi o Levenberg-Marquardt. A rede possui 2 camadas
ocultas, compostas por 20 e 10 neurdnios respectivamente, sendo as funcbes de ativacdo para
as camadas ocultas a tansig e a de saida a purelin. Ao realizar analises do desempenho de
treinamento, tem-se um coeficiente de correlacdo de 65,4%, com erro médio quadratico para a
etapa de treinamento de 0,0670, para o conjunto de testes foi de 0,1169 e o conjunto de
validacdo é 0,1117. Através do coeficiente de correlagdo obtido, nota-se que a rede ndo obteve

um bom desempenho.
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Outra pesquisa que faz uso da RNA para previsdo da poténcia gerada pelo SFV foi
desenvolvida por Kayri e Gencoglu (2017). A RNA foi utilizada para prever a producéo de
energia de um sistema solar fotovoltaico, essa pesquisa tem como diferencial o fato do SFV
possuir um Unico eixo com rotacdo na direcdo leste-oeste. Foram utilizadas duas RNAs,
treinadas com dados coletados em dias ensolarados (RNA1) e em dias nublados (RNA2), sendo
utilizados como varidveis de entrada, a velocidade do vento, dire¢cdo do vento, angulo de
elevacdo solar, temperatura do ar, umidade relativa, radiacdo global. A rede teve como
configuracéo a arquitetura feedforward com duas camadas ocultas, 15 neurénios em cada, e as
funcdes de ativacdo adotadas foram a sigmoide e a tangente hiperbdlica, utilizando o algoritmo
de treinamento backpropagation. A precisdo dos resultados obtidos foi analisada através do
Erro Quadrado Médio (MSE), Raiz do Erro Quadratico Médio (RSME), Erro Absoluto Médio
(MAE) e o coeficiente de correlacdo, esses indices foram calculados por meio de comparagdes
feitas entre os dados previstos com a rede e os dados medidos in loco. Comparando 0s
resultados das validagdes, nota-se que as redes nao apresentaram dados com muitas diferencas,
onde paraa RNAL obteve-se MSE=0,00548, RMSE=0,0234, MAE=0,0155, ja para a RNA2 o0s
indices obtidos foram, MSE=0,001065, RMSE=0,03264, MAE=0,02241. O coeficiente de
correlacdo é a principal variavel que determina os desvios dos dados previstos e reais, e ele
também apresentou dados semelhantes para as RNAl e RNA2, com 0,991 e 0,980
respectivamente, é possivel notar a partir disso, que as redes apresentam um bom desempenho
para as previsdes propostas.

Através das literaturas pesquisadas percebe-se que as RNAs sdéo comumente aplicadas na
previsdo de variaveis de sistemas FV, evidenciando que a diferenca entre as pesquisas €
basicamente as variaveis utilizadas, a arquitetura da rede e o algoritmo de aprendizado aplicado.

Diante dos aspectos analisados, percebe-se que a poténcia gerada de um sistema
fotovoltaico requer atencdo, visto que o desempenho do mesmo pode ser comprometido com a
instalacdo inadequada. Desta forma, o foco principal deste trabalho sera a utilizacdo da RNA,
gue se mostrou bastante eficiente em trabalhos apresentados ao longo deste capitulo, para prever
a poténcia gerada de um sistema fotovoltaico quando instalado em outras localidades, com o
intuito de evitar que o mesmo seja instalado em locais que ndo apresentam climas favoraveis a
instalacdo desses sistemas. No Capitulo 3, serdo abordados o local de estudo e as etapas a serem
seguidas, detalhando a obtencédo dos dados iniciais e a utilizagdo de ferramentas essenciais para

0 alcance dos resultados finais da pesquisa.
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3 MATERIAIS E METODOS

O presente capitulo descreve o local da pesquisa, 0s procedimentos realizados para a
obtencdo das varidveis utilizadas na implementacdo da RNA, bem como o detalhamento das
etapas dessa implementacéo.

3.1 Local da pesquisa

A pesquisa foi desenvolvida na Universidade Federal Rural do Semi-Arido (UFERSA),
Campus Leste, localizada na cidade de Mossor6-RN, em um sistema solar fotovoltaico presente
no Centro Integrado de Inovacdo Tecnoldgica do Semiarido (CITED). Vale ressaltar, que a
cidade de Mossor6 possui altos indices de incidéncia solar durante todo o ano, o que favorece
0 desempenho dos sistemas fotovoltaicos na regido e incentiva estudos e investimentos no setor.

O sistema em estudo trata-se de uma planta fotovoltaica conectada a rede com conexao
monofasica, possuindo 3kW de poténcia nominal. O sistema é composto por quatorze (14)
mddulos fotovoltaicos, um inversor fotovoltaico, quadro de comando e protecdo e um medidor
bidirecional, no entanto, a pesquisa teve o suporte principal dos médulos e do inversor
fotovoltaico, devido as analises e dados retirados dos mesmos.

Os modulos instalados no sistema fotovoltaico sdo da marca Yingli Solar, modelo
YL245P -29b, de 245W cada, com conexdao em série, a Figura 9 mostra a disposicdo dos

moddulos.

Figura 9 — Mddulos fotovoltaicos do SFCR do CITED
B R 2 _;: 3 ™ T—. - . -

R

Fonte: Autoria propria.
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Para converter a corrente continua gerada pelos modulos fotovoltaicos, utiliza-se o
inversor Sunny Boy 3000HFUS, da SMA, que transforma essa corrente continua em corrente
alternada, possibilitando a sincronizagdo com a rede convencional e a alimentacdo da grande

maioria dos equipamentos eletroeletronicos, a Figura 10 mostra o inversor utilizado.

Figura 10 — Inversor fotovoltaico

1 1
Fonte: Autoria prépria.

O inversor fotovoltaico mostrado na Figura 10, além de realizar sua funcdo principal de
converter a corrente elétrica, possui tecnologia capaz de fornecer dados importantes, em tempo
real, do desempenho do sistema, na prépria interface do equipamento e através do programa

computacional.
3.2 Procedimentos da pesquisa

Para o desenvolver do tema proposto se fez necessario, visando uma melhor organizacédo
e otimizacdo, dividir o trabalho em etapas, desta forma, a pesquisa foi dividida em 8 (oito)
etapas, que serdo descritas no decorrer desse capitulo. De forma simplificada, a Figura 11

mostra a estrutura metodoldgica do trabalho.
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Figura 11 — Metodologia da pesquisa
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Fonte: Autoria propria.

Como pode ser visto na Figura 11, a divisdo do processo se inicia com a coleta dos dados,
e a partir disso, houve a necessidade de se aplicar métodos de filtragem e normalizacdo, para
que em seguida fosse iniciada a implementacdo da RNA no Matlab®, seguindo as etapas de
treinamento e validacdo. Apds a implementacdo da RNA foram realizadas uma série de
validacOes, variando os dias e os intervalos das amostras, logo depois, compararam-se 0S
resultados reais com os previstos pela rede. Por fim, com os resultados obtidos pdde-se informar
a poténcia gerada em outras regides, auxiliando quando houver incertezas a respeito da
viabilidade da instalacdo do sistema fotovoltaico. Vale salientar que cada uma das etapas foi
elaborada conforme a busca em atingir os melhores resultados da pesquisa, e consequentemente

alcancar melhores previsdes de poténcia.

3.2.1 Coleta dos dados

Para realizar o treinamento da RNA se faz necessario a utilizagdo de variaveis de entrada

que estejam diretamente relacionadas com a variavel de saida. Para isso, optou-se pela
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utilizacdo da irradiacdo solar e da temperatura (variaveis de entrada), que possui influéncia
direta na poténcia gerada (variavel de saida) pelo sistema solar fotovoltaico.

As variaveis de entrada foram adquiridas junto a estacdo meteorolégica da UFERSA
Espaco ASA/UFERSA, localizada no campus oeste. J& a variavel de saida, foi obtida por meio
do inversor fotovoltaico, visto que 0 mesmo possui a funcéo de armazenar, por um determinado
periodo, informagdes da planta fotovoltaica. O inversor utilizado na pesquisa dispde de um
software computacional (Sunny Explore) para monitoramento via bluetooth, onde realizou-se o
backup dos valores, em formato CSV (Comma-separated values), da poténcia gerada no
periodo escolhido.

Inicialmente a coleta das variaveis de entrada e saida utilizadas para treinar a RNA foi
realizada em condigdes ideais, onde os modulos fotovoltaicos foram limpos semanalmente
durante todo o periodo de aquisi¢cdo, de 01 de outubro de 2017 a 31 de marco de 2018,
totalizando 6 (seis) meses.

Como a proposta do trabalho é prever a poténcia elétrica gerada da instalacdo de uma
planta fotovoltaica de 3kWp em outras regides, se fez necessario obter irradiacao e temperatura
de outras localidades, para inserir como variaveis de entrada nas validacdes da RNA e desta
maneira obter as previsoes pretendidas. Para isso, utilizou-se os dados do site Wunder Ground,
onde no mesmo possui dados meteoroldgicos de todo o0 mundo de forma online e gratuita.

Desta forma, a fim de verificar a coeréncia das previsdes para locais com diferentes
incidéncias de irradiacdo solar, foram coletados dados, através do Wunder Ground, para o Rio
Grande do Sul, que possui uma grande disparidade de clima com relacdo a cidade de
Mossor6/RN, e dados de Pernambuco, que dentre as estacdes meteorologicas da regido nordeste
disponiveis no site, foi a que teve maior proximidade geografica com Mossoro. Os dados foram
coletados nos dias 01 de outubro de 2017, 12 de novembro de 2017 e 08 de dezembro de 2017,
bem como da semana compreendida entre os dias 01 e 07 de outubro de 2017. A escolha de
todos esses periodos mencionados coincide com o periodo em que houve a maior geracdo de

poténcia elétrica de cada més da planta fotovoltaica em estudo.

3.2.2 Filtragem dos dados

As grandezas utilizadas como variaveis de entrada e saida possuem elevada intermiténcia,
variando muito ao longo do dia, desta forma, os dados coletados refletem essas variacoes,
apresentando diversos ruidos que podem influenciar negativamente o treinamento da RNA.

Desse modo, pretendendo evitar imprecisdes dos resultados, realizou-se dois processos de
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filtragem desses dados, o primeiro, consistiu na retirada dos valores de 0 (zero) (periodo em
que ndo hd irradiacdo solar suficiente para a geracdo de poténcia elétrica), da planilha de dados,
com o uso do Excel®. O segundo filtro foi aplicado com o auxilio do Matlab®, onde 0 mesmo
possui um comando (filter) que € baseado no método estatistico da média mével. Esse método
trata-se de uma técnica de suavizacgdo dos dados, descrito pela Equacéao (2), que calcula a média

dos dados dependentes do tempo em relacdo a hora atual e as horas anteriores de dados.

a(Dy(n) =b(D)x(n)+b2)x(n—1)+ -+ b(Np)x(n— N+ 1) )

—a(2)y(n—1) — - —a(Ng)y(n— N, + 1)
Onde,
a e b sdo vetores de coeficientes do filtro;
Na é a ordem do polinbmio descrito pelo vetor a;
Nb é a ordem do polinémio descrito pelo vetor b;
n é o indice da amostra atual de x;

y(n) é uma combinacao linear dos elementos atual e anterior de x e y.

Apesar disso, a implementagdo com o comando filter requer a inser¢do apenas dos
coeficientes de filtro, que para essa aplicacdo foram adotados os valores de a igual a 1 e b igual
a Ya. Esses valores foram os que apresentaram os melhores resultados no processo de filtragem,
suavizando as curvas e reduzindo os picos existentes. Com a aplicacdo das duas técnicas de
filtragem o objetivo foi alcangado, visto que, observou-se uma menor incidéncia de ruidos nas
amostras. Para ilustrar essa informacdo, tem-se a Figura 12, que mostra uma pequena parcela
filtrada dessas variaveis. Vale destacar que esse processo de filtragem foi aplicado em todas as

amostras do trabalho.
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Figura 12 — Técnicas de filtragem das amostras
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Fonte: Autoria Propria.

Como visto na Figura 12, tem-se a geracdo de poténcia para um dia, com a aplicacao das
duas técnicas de filtragem, onde se obteve uma reducdo das amostras, com a retirada dos zeros,
e uma suavizacgdo dos dados com a aplicacdo da média movel, reduzindo significativamente os

picos registrados.
3.2.3 Normalizacéo dos dados

O propdsito de utilizar a técnica de normalizacao € reduzir problemas quando se trabalha
com variaveis que possuem unidades e dispersdes distintas. Desta forma, € comum que essas
amostras ndo possuam uma variagdo com a mesma ordem de grandeza, afetando o treinamento
de forma que haja uma atribuicdo de maior importancia para certas variaveis e outras nao.

O processo de normalizacdo consiste em ajustar os valores de todas as variaveis, que
contém escalas diferentes, convertendo-os em um tamanho comum a todos. Para isso, utilizou

o comando mapminmax do Matlab®, que realiza esse ajuste, e baseia-se na Equacéo (3).

. Ymax = Ymin) * (X = Xpmin) 3
y= _ * Ymin
Xmax — Xmin

Onde,
X é 0 elemento do vetor a ser normalizado;
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Xmax e xmin sdo os valores maximo e minimo do vetor a ser normalizado;
y é 0 valor normalizado de x;
ymax e ymin sdo os valores maximo e minimo do intervalo em que se deseja normalizar 0s
elementos.

Para ilustrar o resultado obtido com a normalizacdo e verificar a eficacia desse método,
tem-se a Figura 13, onde os dados, de apenas um dia, foram normalizados para o intervalo de
(0-1), e esse mesmo intervalo foi aplicado para todas as amostras utilizadas nesse trabalho.

Figura 13 — Normalizag&o das amostras
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Fonte: Autoria Prépria.

A efeito de comparacao, os dados da Figura 13 sdo do mesmo dia do ilustrado na Figura
12, tendo a normalizacdo como diferenca, em que uma possui a poténcia no seu intervalo real
(0-3000), ja a outra possui a poténcia normalizada (0-1). No caso, essa técnica apenas
determinou um intervalo em comum entre as variaveis, ndo invalidando os célculos realizados
com elas. Esse processo pode ser revertido ao final das implementacées, também com o uso do

comando mapminmax.

3.2.4 Implementacdo da RNA

A implementacdo da rede foi realizada utilizando o software Matlab®, uma ferramenta
computacional capaz de auxiliar na programacao de diversos projetos em diferentes areas de
estudo. Sera analisado, sobretudo, o desempenho das RNAs quando inseridas amostras em

quaisquer intervalos, para isso, as implementacGes serdo realizadas com intervalos em 5
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minutos, 10 minutos e 1 hora, essa analise serve para verificar se a RNA apresenta um bom
desempenho em prever a poténcia de saida de um SFCR com qualquer intervalo de amostra
disponivel. A partir disso, a pesquisa tem como proposta a implementacdo de 2 tipos de rede
(feedforward e feedback), onde para cada uma seréo realizados 3 treinamentos diferentes, com
intervalos de 5 minutos, 10 minutos e 1 hora. Para cada um desses treinamentos seréo
implementadas 21 valida¢Ges para amostras em diferentes periodos e intervalos distintos. Essas
validacdes consistem em utilizar a rede treinada e inserir variaveis de entrada, que ndo foram
utilizadas no treinamento, e verificar a capacidade da rede em gerar saidas coerentes. Em
resumo, a Figura 14 mostra a divisdo da implementacdo proposta na pesquisa, totalizando 6

treinamentos e 126 validagdes.

Figura 14 — Diviséo da implementacdo proposta na pesquisa
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Fonte: Autoria Prépria.

Cada um dos treinamentos sera composto por 21 validacGes realizadas de acordo com a
Figura 15, nela é possivel observar o periodo e os intervalos das amostras que serdo inseridas
no processo de validagdo. Com excecéo das validagdes para os estados do Rio Grande do Sul e
Pernambuco, as demais serdo realizadas em 3 intervalos distintos.

Vale destacar, que o processo da Figura 15 foi realizado para o 1°, 2° e 3° treinamento de
cada tipo de rede. Desta forma, tem-se que, apesar de serem treinadas com um intervalo, as

validagcOes nédo serdo feitas apenas com o intervalo de treinamento.
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Figura 15 — Esquema das validagdes propostas na pesquisa
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Fonte: Autoria Prépria.

Como visto na Figura 14 utilizou-se uma rede feedforward, que ndo possui realimentacéo,
e uma feedback, caracterizada por possuir realimentacdo da saida. O treinamento realizado no
Matlab®, fez uso do comando NEWFF para criar a rede feedforward e para a rede feedback o
comando inserido foi NARXNET, criando uma rede de séries temporais Auto-associativa Ndo
Lineares com Entrada Externa (NARX).

Um exemplo do esquema basico dessas redes pode ser visto na Figura 16 e Figura 17, ja
com suas respectivas variaveis de entrada e saida que serdo aplicadas nessa pesquisa. Essas
redes foram selecionadas por possuir configurac@es de trabalho diferentes, o que pode fornecer
resultados distintos e assim realizar comparac6es entre elas, determinando qual a rede melhor

se adequa ao problema proposto.
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Figura 16 — Esquema da rede sem realimentagéo (feedforward)

Irradiagdo
Poténcia

Temperatura

Fonte: Autoria Propria.

Figura 17 — Esquema da rede com realimentacdo (NARX)

Irradiacdo =
=>» Poténcia

Temperatura =——»

Fonte: Autoria Prépria.

Antes de iniciar o treinamento, a rede exige a configuracdo de alguns parametros
importantes, tais como, arquitetura da rede, nimero de camadas, nimero de neur6nios,
algoritmo de treinamento, funcdo de ativacdo, divisdo das amostras (treinamento, validacéo e
teste), tipo de divisdo das amostras e nimero de atrasos para o caso da rede NARX. As
configuracOes adotadas para cada uma das redes podem ser vistas na Tabela 2. Os pesos iniciais

se deram de forma aleatoria, gerados ao iniciar os treinamentos pelo préprio Matlab®.
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i 5 Tipo de rede
Configuragao da RNA Feedforward NARX
NUmero de variaveis de entrada 2 2
NUmero de variaveis de saida 1 1
NUmero de camadas ocultas 3 3
Numero de neur6nios nas camadas ocultas (20,10,1) (5,10,1)
Algoritmo de treinamento trainlm trainlm
Funcdo de ativacéo (tansig,logsig,purelin) | (tansig,tansig,purelin)
Treinamento 70% 70%
Divisdo das amostras Validacdo 15% 15%
Teste 15% 15%
Tipo de divisdo das amostras dividerand divideblock
NUmero de atrasos - (2,2

Fonte: Autoria Propria.

As configuragdes foram sendo adotadas pretendendo obter os melhores resultados de

treinamentos, assim, apds algumas mudangas desses parametros ao longo da implementacéo,

os dados da Tabela 2 apresentaram o melhor desempenho para o problema proposto. A

configuracdo do nimero de atrasos indica um atraso igual a 2 nas amostras das entradas e na

saida da RNA. Todos os parametros foram configurados em linhas de comando do Matlab®.

A partir dessas configuracdes é possivel iniciar os treinamentos da RNA, e a Tabela 3

mostra a divisdo dos treinamentos por tipo de rede, que foram realizados na pesquisa, bem

como, informacdes relevantes que ajudam a esclarecer a forma como esses treinamentos foram

elaborados e implementados.

Tabela 3 — Informacdes dos treinamentos da RNA

Treinamentos | Periodo das amostras? miErEl o) - e dk Quan_tidage b
amostras amostras validacOes
1°-Caso A 01/10/2017 5min 24068 21
Feedforward | 2°- Caso B | Limpo* - 10min 12041 21
3°- Caso C 31/03/2018 |  1hora 2036 21
1°-Caso D 01/10/2017 5min 24068 21
Feedback ////’;,/,4///3/;’;;////7/5//% Limpo* - V ///;;z/;/%/; %y/// %/W//’ZW

Fonte: Autoria Propria. *Periodo em que foram realizadas as manutengdes semanais no SFV.

2Periodo das amostras utilizadas no treinamento, com excecéo dos dias 01/10/2017, 12/11/2017, 08/12/2017 e para
a semana de 01/10/2017 a 07/10/2017 que foram selecionados para realizar as validacdes, e desta forma, foram
excluidos do conjunto de amostras de treinamento.



47

Dentre as informagdes contidas na Tabela 3, pode-se destacar a diviséo dos treinamentos
da RNA, sendo propostos um total de 6 treinamentos, divididos igualmente entre os tipos de
rede, onde para a feedforward tem-se 3 treinamentos denominados de Caso A, B e C em que
cada um deles foram implementados com intervalos das amostras em 5 minutos, 10 minutos e
1 hora, respectivamente. Para a rede NARX os 3 treinamentos foram denominados de Caso D,
E e F, também com intervalos das amostras em 5 minutos, 10 minutos e 1 hora, respectivamente.
Contudo, vale ressaltar que os treinamentos da rede NARX em destaque na Tabela 3 ndo foram
abordados na pesquisa, pois ndo apresentaram resultados satisfatérios que contribuissem para
0 objetivo do trabalho.

Nela destaca-se ainda o total de amostras utilizadas para cada variavel de entrada e saida
inseridas nos treinamentos, que é determinante para a convergéncia dos mesmos. Outro item
abordado na Tabela 3 séo a quantidade de validagdes propostas, em que, para cada treinamento
realizou-se 21 validagdes, correspondendo a 63 para cada uma das redes, resultando em um
total de 126 validacdes na pesquisa, mais detalhes a respeito dessas validagcdes serdo abordados
nas secoes 3.2.4.1e 3.2.4.2.

Apos configurar a rede e treina-la, pdde-se iniciar as validacdes, que servem para testar o
desempenho da generalizacdo da rede, inserindo novos dados e comparando com os resultados
reais, podendo também prever as poténcias em outras regides, desde que se tenha amostras
suficientes para realizar essa validacdo, sendo essa a proposta desse estudo.

Dentre as validacGes realizadas, a primeira de cada treinamento utilizou 20% das amostras
de treinamento, tanto para a rede feedforward, como para a rede NARX. Com isso, 0s
treinamentos foram realizados com o restante das amostras, ou seja, com 0s 80% do conjunto
de dados, e isso foi repetido para 0s demais casos propostos nessa pesquisa.

Vale destacar que para a primeira validacdo realizada com a rede NARX, a mesma foi
feita em openloop (malha aberta), na qual exige que sejam inseridas também variaveis de saida
ao comando de validacdo, ndo cumprindo o esperado, que seria retornar as previsdes apenas
com a insercdo das variaveis de entrada. Desta forma, para esse caso, inseriu-se também os
dados de saidas equivalentes ao periodo das variaveis de entrada na rede, a fim de analisar os
resultados que seriam obtidos e comparar com os demais. No entanto, as demais validacdes da
rede NARX fez uso do comando closeloop (malha fechada), onde o mesmo, exige apenas a
insercdo das varidveis de entrada para fornecer resultados.

As amostras utilizadas para realizar as validacGes foram selecionadas de acordo com
alguns critérios, onde para as validagdes utilizando 20% das amostras de treinamento (equivale

aos 36 primeiros dias dos seis meses de amostras utilizadas nos treinamentos), o critério foi
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analisar os resultados da rede NARX para a validagdo em openloo, e o restante das amostras
(80%) foram utilizadas para realizar os treinamentos da RNA. No periodo limpo, as amostras
foram escolhidas com base na maior geragéo de poténcia do SFV, sendo selecionados trés dias
e Uma semana que apresentaram a maior média de poténcia gerada pelo sistema fotovoltaico
entre 0s meses de outubro e dezembro. J& os estados de Pernambuco e Rio Grande do Sul foram
selecionados de acordo com suas condigdes climéticas caracteristicas. Na Tabela 4 sdo
mostrados alguns critérios citados e informacdes a respeito dessas amostras que contribuiram

para as validagdes.

Tabela 4 — Critérios para a selecdo das amostras para validacdes

, Geragdo media Intervalo das Total de
Periodo das amostras de
A . amostras amostras
poténcia (W)
_ | 20%dasamostra do treinamento i 5min/10min/lhora | 4814/2408/408
(36 dias)
01/10/2017 1668 5min/10min/1lhora 140/70/12
Limpo 12/11/2017 1448 5min/10min/1lhora 143/71/12
P 08/12/2017 1344 5min/10min/1lhora 145/72/12

01/10/2017 - 07/10/2017 1491 5min/10min/lhora 979/489/84
01/10/2017 - 130
12/11/2017 - . 154

RS 5min

08/12/2017 - 120

01/10/2017 - 07/10/2017 - 929
01/10/2017 - 135
12/11/2017 - . 139

PE 5min

08/12/2017 - 117

01/10/2017 - 07/10/2017 - 926

Fonte: Autoria Prépria.

Outro item observado na Tabela 4 s&o as amostras divididas em trés intervalos, em 5
minutos, pois espera-se que com um menor intervalo seja obtido uma melhor generalizacéo da
RNA e consequentemente uma melhor previsao. Utilizou também o intervalo de 10 minutos,
visando reduzir ainda mais os ruidos, e o intervalo de 1 hora, visto que a maioria dos dados
meteorol6gicos encontrados para outras regides eram com esse intervalo, no entanto, nota-se
que para esse intervalo existe uma reducdo significativa na quantidade de amostras, o que pode
dificultar a generalizagdo da RNA.

Desta forma, conforme abordado no item 3.2.1, para validar os resultados e prever a

poténcia gerada pelo SFV em outras regides, utilizou-se amostras com intervalos de 5 minutos,
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buscando evitar possiveis falhas na generalizacdo da rede neural, e obter uma melhor
aproximacao dos valores reais com 0s previstos, tendo em vista que uma maior quantidade
amostras pode favorecer a implementacdo da RNA. A Tabela 4 mostra ainda, a quantidade de
amostras que cada intervalo detém, sendo possivel, a partir dessas informagdes, analisar o
desempenho da rede em prever resultados mesmo com variagdes na quantidade das amostras.
Nas subsecOes 3.2.4.1 e 3.2.4.2 serdo descritas a forma como cada rede foi validada,

detalhando as particularidades que cada uma possui.

3.2.4.1 ValidagOes com a rede feedforward (sem realimentagéo)

Para realizar as validacBes desse tipo de rede utilizou-se o comando sim do Matlab®.
Todas as validacdes foram realizadas com esse comando, mudando apenas as variaveis de
entrada, para que fosse retornado o valor previsto e equivalente as entradas inseridas.
Genericamente o comando para validacdo y = sim (net, X, xi, ai), requer para retornar previsoes
(y), a rede treinada (net), variaveis de entrada (x), condi¢des iniciais de atraso de entrada (xi) e
as condicdes de atraso da camada inicial (ai), no entanto os argumentos Xi e ai Sdo opcionais,
sendo obrigatorios somente para redes com atrasos na entrada ou atrasos de camada, como é o
caso da rede NARX.

Conforme as configuracdes da Tabela 2 o diagrama grafico para o tipo de rede neural

feedforward é ilustrado na Figura 18.

Figura 18 — Diagrama grafico da rede neural NEWFF

Hidden Layer 1 Hidden Layer 2 Output Layer
Output
. ‘ . : v W : r -
o et = ok
20 10 1

Fonte: Autoria Prépria.

As diversas validacGes aplicadas nessa pesquisa, para esse tipo de rede, podem ser vistas
na Tabela 5, onde realizou-se seis conjuntos de validacdes ao total. A primeira (Val) foi
realizada utilizando como variaveis de entrada 20% dos dados de treinamento, e o intervalo
dessas amostras foram determinados de acordo com os intervalos dos treinamentos propostos.
Dasegunda a quinta (Val 1, Val 2, Val 3 e VVal 4), elas sdo compostas por trés subitens referentes

as variagdes de intervalos das amostras, onde para cada periodo selecionado realizou-se
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validagdes com intervalos de 5 minutos, 10 minutos e 1 hora. Do mesmo modo, para a ultima
validacdo (Val 9), foi implementada uma sequéncia de oito validagbes para 0s estados
selecionados, sendo 4 validagdes (9.1, 9.2, 9.3 e 9.4) para o Rio Grande do Sul e 4 validacdes
(9.5, 9.6, 9.7 e 9.8) para Pernambuco, todas as validagdes referentes aos estados foram

realizadas em intervalos de 5 minutos.

Tabela 5 — Resumo das validagdes com a rede neural feedforward

o . Intervalo - . itz
Validagdes | Periodo das amostras Validagdes Periodo das
amostras
Val _ | 20%das | De aco_rdo com 4.1 5 min
amostras | o do treinamento | Val 4 4.2 01/10/2017 - 07/10/2017 10 min
11 5 min 4.3 1 hora
Val 1 |1.2|01/10/2017 10 min 9.1/ RS 01/10/2017
1.3 1 hora 9.2|RS 12/11/2017
2.1 5 min 9.3|RS 08/12/2017
Val 2 | 2.2|12/11/2017 10 min 9.4|RS| 01/10/2017 - 07/10/2017 .
Val 9 5 min
2.3 1 hora 9.5|PE 01/10/2017
3.1 5 min 9.6 | PE 12/11/2017
Val 3 | 3.2|08/12/2017 10 min 9.7| PE 08/12/2017
3.3 1 hora 9.8 | PE| 01/10/2017 - 07/10/2017

Fonte: Autoria Propria.

Esse conjunto de validacGes, mostrado na Tabela 5, foi realizado para os trés treinamentos
(Caso A, B e C) propostos da rede feedforward, com o intuito de avaliar seu desempenho,

quando treinada com dados de diferentes intervalos de amostras.

3.2.4.2 Validacbes com a rede NARX (com realimentacdo)

A rede NARX é criada e treinada em malha aberta, sendo validada apenas uma vez nessa
configuracdo, com os 20% das amostras de treinamento, para verificar o comportamento da
RNA quando no processo de validacdo é exigido a insercdo, também, da variavel de saida.
Entretanto, para as demais validacdes realizadas, usa-se 0 comando closeloop, essa ferramenta
é utilizada nas linhas de comando do proprio Matlab®, para converter a malha aberta da rede
em uma malha fechada, fazendo com que as saidas geradas realimentem a propria rede,

dispensando assim a necessidade de inserir varidveis de saida no processo de validacéo.
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A partir da utilizacdo do comando closeloop, a rede treinada em malha aberta (net),
transforma-se em uma rede de malha fechada (netc), e posteriormente aplica-se 0 comando para
validacdo yc = netc (X, xi, ai), onde netc é a rede em malha fechada ja treinada, x s&o as variaveis
de entrada, xi s&o as condicdes iniciais de atraso de entrada, ai as condicGes de atraso da camada
inicial e yc séo os valores previstos em malha fechada.

Exemplo do diagrama gréfico da rede NARX pode ser visto na Figura 19, para o processo
em malha fechada.

Figura 19 — Diagrama grafico da rede neural NARX em malha fechada

Hidden 1

Hidden 2 Output

g i g e

10 1

Fonte: Autoria Propria.

Esse processo de fechamento da malha foi repetido em todas as validagdes, ou seja, cada
conjunto de amostras dos periodos propostos utilizados como variaveis de entrada na rede
NARX, recebeu comandos de malha fechada e de valida¢des, individualmente.

As validacdes efetuadas com a rede neural NARX, foram as mesmas aplicadas para a rede
neural feedforward, reforcando ainda mais a proposta de analises de comparacGes dos
resultados entre as redes, ainda assim, a titulo de informacao e organizacdo, tem-se a Tabela 6
gue mostra a forma como foram divididas as validacBGes para o tipo de rede neural NARX.
Essas validacbes foram repetidas para cada treinamento proposto da rede NARX, sendo
possivel avaliar o desempenho da rede com as mesmas validacdes, variando apenas 0sS
intervalos das amostras de treinamento da rede neural.

De maneira analoga ao que foi citado nas validacdes da rede feedforward, para a rede
NARX foram realizadas 21 validacdes ao total, para cada treinamento. Conforme apresentado
na Tabela 6, a primeira validacdo (Val) foi realizada com 20% das amostras de treinamento, o
intervalo dessas amostras sera determinado de acordo com o treinamento em questdo, e 0s 80%
restantes das amostras serdo utilizados para treinar a RNA.

Os conjuntos de validagdes, Val 1, Val 2, Val 3 e Val 4, foram realizados em periodos

distintos, e cada conjunto possui 3 subitens referentes aos intervalos das amostras (5 minutos,
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10 minutos e 1 hora) submetidas na validagdo. A Tabela 6 mostra ainda, o conjunto de
validacdes Val 9, que compreende as validagdes utilizadas para prever a poténcia gerada nos
estados do RS e PE. Esse conjunto de validacdes é formado por 8 subitens referentes aos
periodos selecionados para realizar tais previsdes, em que 4 dessas validacGes foram para o RS
(9.1,9.2,9.3,9.4) e 4 para PE (9.5, 9.6, 9.7, 9.8), sendo todas elas realizadas com amostras em

intervalos de 5 minutos.

Tabela 6 — Resumo das validagcdes com a rede neural NARX

o . Intervalo o . Intervalo
Validagbes | Periodo das amostras Validagdes Periodo das
amostras
Val 20% das | De acordo com 4.1 5 min
amostras 0 treinamento Val 4 4.2 01/10/2017 - 07/10/2017 10 min
1.1 5 min 4.3 1 hora
Vall [1.2| 01/10/2017 10 min % 9.1| RS 01/10/2017 5 mm
1.3 1 hora / o .

\

/// / o . /////////
Z %/é//?f/// / . /,,,,5/////////%%/{////42,”
é

/ / Z/// % // 00/201

\

\\\\\

\

/ /’
o 5///

Fonte: Autoria Propria.
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Os resultados referentes as validagdes destacadas na Tabela 6, ndo serdo apresentados no
Capitulo 4, visto que os resultados obtidos com essas validacfes ndo se mostraram favoraveis
para o objetivo principal dessa pesquisa, em prever a poténcia de saida de um SFCR utilizando
RNA, de forma que a RNA seja capaz de realizar essa previsdo ao inserir amostras em quaisquer

intervalos disponiveis.

3.2.5 Métodos para andlise do desempenho das previsdes com RNA

Haja vista a numerosa quantidade de validagbes que foram propostas, se faz necessario
aplicar métodos que demonstre o desempenho das mesmas, que além de realizar comparacdes
entre o real e o0 previsto, possa também averiguar essas comparagdes por meio de métodos
confiaveis, desta forma foram aplicados calculos de erros que realizam esse tipo de analise e

analises por meio do método de regressao.
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As equacdes abordadas mostram os erros utilizados para analisar o desempenho da RNA,
0s mesmos serdo abordados com mais detalhes nessa subsecéo. Esses erros foram calculados

no Matlab®, e alguns ja possuem equagdes prontas.

e Erro Absoluto

E a diferenca entre o valor real e o previsto.

Eapsotuto = XReal — Xprevisto (4)

e Erro médio (ME)

Trata-se do somatorio da diferencga entre o valor real e o previsto dividido pelo namero
de elementos. O resultado pode variar de infinito negativo a infinito positivo, o melhor resultado
que pode ser obtido € o zero, sendo considerada uma previsdo, no entanto pode atingir esse
valor mesmo para uma previsao ruim, caso existam erros compensatorios. Possui a mesma
unidade das variaveis calculadas (GUARNIERI, 2006).

_ Z?:l EAbsoluto (5)
n

ME

e Erro Absoluto Médio (MAE)

E o somatério da diferenca, em maddulo, entre o valor real e o previsto dividido pelo
namero de elementos. Os resultados obtidos sdo sempre positivos, variando de 0 a infinito, e
possui a mesma unidade das variaveis calculadas.

(6)

E?:l IEAbsoluto
n

MAE =

e Erro Quadratico Médio (MSE)
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O erro quadratico médio é a média dos quadrados dos erros absoluto, ele é muito usado
na estatistica, uma de suas desvantagens esta no fato de que a unidade do resultado obtido é a
unidade original elevada ao quadrado, dificultando a interpretacdo imediata dos dados. Sua
interpretacdo pode ser analisada de acordo com o erro absoluto, uma vez que, eles sdo
diretamente proporcionais, ou seja, quanto maiores forem os erros, maior sera 0 MSE, e se 0s

erros forem pequenos, ele também sera pequeno.

{'1=1(E‘Abso!,uto)2 (7)
n

MSE =

e Raiz do Erro Médio Quadratico (RMSE)

A vantagem da RMSE ¢ que ela fornece resultados nas mesmas unidades que a série
temporal estimada. Pode gerar valores elevados devido o quadrado existente na equagéo, que

proporciona erros maiores, ajudando na comparagdo do método.

7fl=1(Em‘;vso.[uto)2 (8)

n

RMSE =

As analises percentuais dos dados na pesquisa serdo realizadas com base no célculo das
fracdes percentuais dos erros ME e RMSE, conforme calcula Guarnieri (2006), onde ME% e
RMSE% representam as razbes entre os valores de erro e a média dos valores previstos,
multiplicadas por 100. Segundo Guarnieri (2006), essas medidas de erro sdo comumente
expressas como fracdes percentuais em relacdo a média das previsdes, isto €, como erros

relativos.

e Regressao linear

Esse método estatistico mostra a relacdo entre os valores reais e 0s valores previstos pela
rede. Para se obter um ajuste perfeito, os dados devem coincidir com a linha de 45 graus
apresentada no diagrama de regressao (vide Figura 20), desta forma onde as saidas de rede sdo
iguais para os alvos (MATLAB, 2019b).



55

Figura 20 — Diagrama de Regresséo linear
: R=1

Output ~=1*Target + 0.00011

0 2 4 6 8 10
Target

Fonte: Matlab, 2019c.

O valor obtido com a regressdo no Matlab® é o coeficiente de correlagéo, que varia de -1
a 1, onde o valor 1 indica uma previsdo perfeita. De acordo com Guarnieri (2006), por ser
independente da escala e por ndo levar em conta o viés da previsdo, € possivel encontrar uma
correlacdo elevada para uma previsdo com erros grandes (vies), esse coeficiente possui unidade
adimensional.

Para interpretar os resultados de regressdo, deve-se analisar 0 conjunto de resultados
obtidos, tanto da dispersdo dos dados, como do coeficiente, pois concluir resultados analisando
apenas uma delas pode gerar conclusdes equivocadas.

Com o uso da RNA espera-se generalizar os resultados, de forma que ao inserir variaveis
de entrada de outras regides a rede continue gerando saidas coerentes com o esperado, e desta
forma garantir a previsdo da poténcia gerada pelo SFCR em diferentes localidades. Essa é uma
das principais caracteristicas da RNA, com isso, sera possivel verificar sua eficiéncia para esse
tipo de aplicacdo, através dos métodos de analises descritos.

No capitulo 4 serdo abordados os resultados obtidos a partir dos treinamentos e das
validagc6es que foram propostas, aplicando diferentes analises de desempenho para verificar a

performance da RNA.



56

4 RESULTADOS E DISCUSSOES

Nesse capitulo serdo abordados os resultados obtidos para cada um dos treinamentos e
das validacdes propostas. Com o intuito de facilitar a interpretacdo do estudo, utilizou-se a
nomenclatura com as letras A, B e C para identificar os treinamentos e validacdes da rede
feedforward e a nomenclatura com as letras D, E e F para identificar os treinamentos e
validagcOes da rede NARX. Para esclarecer as nomenclaturas utilizadas na pesquisa, tem-se 0
ANEXO A, com legendas que abordam os significados dessas siglas.

O periodo das amostras coletadas para os treinamentos foram de 6 meses (01/10/2017 -
31/03/2018) e engloba também o periodo das amostras utilizadas para as validacbes
(01/10/2017, 12/11/2017, 08/12/2017 e a semana de 01/10/2017 a 07/10/2017), no entanto,
todas as amostras dos periodos utilizados para as validagdes foram excluidas do conjunto de
treinamento, ou seja, nenhum dos dados utilizados para as validacfes, foram repetidos no
conjunto de dados dos treinamentos, desta forma, os treinamentos tornam-se totalmente
imparciais.

A avaliacdo do desempenho das validagdes sera com base em métodos como, regressao,
e os erros, ME, MAE, MSE, RMSE, EM% e RMSE%, que foram descritos no Capitulo 3. Os
resultados dos erros ME, MAE, MSE, RMSE sédo comumente encontrados na literatura na
forma normalizada, no entanto, para essa pesquisa se fez necessario desnormalizar 0s erros

EM% e RMSE% para coincidir com os dados previstos nas unidades reais.

4.1 Implementacdo com a rede feedforward (Sem realimentacgéo)

Nessa secdo serdo abordados os trés treinamentos realizados com a rede feedforward e
suas andlises de desempenho, bem como as validacbes que foram realizadas a partir desses
treinamentos, nos quais cada um possui 21 validacdes ao total. Esses testes serdo mostrados nas
subsecdes a seguir, e seus resultados serdo abordados detalhadamente.

As secdes 4.1.1, 4.1.2 e 4.1.3 apresentam 0s trés treinamentos realizados com a rede
feedforward para intervalos de 5 minutos (Caso A), 10 minutos (Caso B) e 1 hora (Caso C).
Apos os treinamentos, cada rede ja treinada foi validada em diferentes periodos e intervalos,
que serdo apresentados nas se¢des 4.1.4.1,4.1.4.2,4.1.4.3,4.1.4.4,41.454.1.4.6.
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4.1.1 Caso A: Treinamento com dados no periodo limpo em intervalos de 5 minutos.

Foi denominado de Caso A, o treinamento realizado com os dados no periodo, entre
outubro de 2017 e margo de 2018, em intervalos de 5 minutos, sendo um total de 24068 amostras.
Na Figura 21 tem-se a janela de treinamento, onde mostra as configuraces da rede ap6s o
treino, visto que, as configuragdes determinadas inicialmente na RNA, dificilmente seréo todas
alcancadas ao final do treinamento, pois vai depender muito da convergéncia da rede. Ela
mostra ainda, a quantidade épocas que foram necessarias (20 iteragdes) para a convergéncia da
rede, bem como, o tempo de duracao desse treinamento, que foi de 31 segundos. A partir dessa
janela obtém-se também o grafico de regressao e performance, mostrados na Figura 22 e Figura
23, respectivamente.

Figura 21 — Janela de treinamento do Caso A
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Fonte: Autoria Prépria.

As regressdes apresentadas na Figura 22 sdo de treinamento, validacdo, teste e uma

regressdo mostrando o desempenho geral da rede.
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Figura 22 — Regressdes do Caso A
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Essas regressdes mostram a relacdo entre as saidas da RNA e o alvo, para que o
treinamento fosse perfeito as saidas da RNA e o alvos teriam que ser exatamente iguais € 0
valor obtido na regresséo seria igual a 1, no entanto, na pratica isso raramente acontece. Diante
disso, percebe-se que todas as regressdes apontam um bom desempenho para a implementacao
da rede feedforward, na faixa de 0,88 a 0,89. No entanto, nota-se uma grande dispersdo dos
dados, visto que, as variaveis de entrada inseridas possuem uma grande quantidade de amostras,
gerando muitos valores de saida.

Nessa configuracdo, o treinamento termina apds o erro ndo obter um aumento por dez
iteracGes consecutivas e o melhor desempenho é obtido na época 10 com o menor erro de
validacdo alcancado, como pode ser visto na Figura 23, em que as curvas de treinamento,

validacdo e teste estdo sobrepostas.
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Figura 23 — Diagrama de Performance do Caso A
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Fonte: Autoria Propria.

O MSE é utilizado para mostrar a performance da rede, e para essa implementacdo o MSE
obtido foi 0,015002, quanto menor esse valor, melhor serd o treinamento. Esse valor sera
comparado e discutido com os valores de MSE calculados nos demais treinamentos, para se ter
uma melhor avaliagdo do desempenho de cada tipo de rede, através desse critério de

desempenho, e verificar qual delas melhor se adaptou a proposta da pesquisa.

4.1.2 Caso B: Treinamento com dados no periodo limpo em intervalos de 10 minutos.

O treinamento da rede feedforward denominado de Caso B, foi realizado utilizando
amostras no periodo compreendido entre os dias 01 de outubro de 2017 a 31 de marco de 2018,
em intervalos de 10 minutos, totalizando 12041 amostras para o treinamento.

A janela de treinamento da rede na Figura 24 mostra a configuracdo da rede utilizada,
assim como as configuracdes que foram alcancadas até atingir o critério de parada, dentre elas,
0 numero de épocas, que foram atribuidas 100. No entanto, a rede convergiu e parou 0
treinamento com 41 iteracdes, apds atingir 10 checagens de validacdo. Essa checagem de
validacdo indica que, para o caso de ndo existir um aumento na taxa de erro até um nimero pré-
estabelecido de iteragcdes consecutivas, o treinamento sera interrompido, para este treinamento,
foi atribuido o nimero de 10 iteragBes consecutivas, apds atingir esse valor, o treinamento estara

terminado.
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Figura 24 — Janela de treinamento do Caso B
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Ao atingir o critério de parada, € possivel obter alguns diagramas para interpretar o
desempenho do treinamento da rede, como o grafico de performance e a regressdo, abordados
na Figura 25 e Figura 26, respectivamente.

Além de apresentar um coeficiente de correlagdo proximo a 1 em todas as situacdes, nota-
se que grande parte das amostras tendem a se aproximar da reta alvo, com base nessas
informacOes, pode-se afirmar que a rede desempenhou um bom treinamento, com dados

previstos que se aproximam muito bem do real.
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Figura 25 — Regressdes do Caso B
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Fonte: Autoria Prépria.

A Figura 26 mostra a evolugédo do erro na etapa de validacdo, em que o melhor erro de
validacdo obtido foi de 0,011698 na época 31. Observa-se que esse erro se mostra levemente
menor do que o erro de validacdo obtido para o Caso A, que foi de 0,015002, no entanto o
namero de época do Caso B foi superior, possuindo uma convergéncia mais demorada, em

comparacgao com o Caso B.

Figura 26 — Diagrama de Performance do Caso B
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Fonte: Autoria Prdpria.
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4.1.3 Caso C: Treinamento com dados no periodo limpo em intervalos de 1 hora.

O treinamento denominado de Caso C, se deu a partir da utilizacdo de 6 meses de amostras
no periodo de outubro de 2017 a marco de 2018, com intervalos de 1 hora, totalizando 2036
dados utilizados no treinamento da rede neural.

Os resultados iniciais obtidos com esse treinamento podem ser observados na Figura 27,
com a janela de treinamento, nela contém informacdes a respeito das configuraces que foram
inseridas inicialmente e as que foram atingidas apds o treinamento. Nota-se que mesmo
inserindo um total de 100 interagdes como critério de parada, a rede convergiu em apenas 20
épocas, apds atingir outro critério de parada, referente ao aumento da taxa de erro. Como nao

houve aumento dessa taxa por 10 iteracGes consecutivas, o treinamento foi terminado.

Figura 27 — Janela de treinamento do Caso C
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Fonte: Autoria Propria.

Ao analisar as regressoes plotadas na Figura 28, nota-se que os dados acompanharam a
reta alvo de forma expressiva, mesmo com menos amostras do que 0S casos anteriores, essa
regressao enfatiza o bom desempenho do treinamento, em que todas as etapas possuem

coeficiente de correlagdo considerados bons, préximos ao valor 1, com uma pequena baixa para



63

a regressdo da etapa de teste. No entanto, na regressdao com todos os dados, seu coeficiente
continua na faixa desejada com R=0,90151 e uma distribuicdo de dados com menos dispersoes

do que os encontrados nos casos anteriores, por possuir menos amostras.

Figura 28 — Regressdes do Caso C
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Fonte: Autoria Prépria.

Na Figura 29 mostra que as curvas de treinamento, validacdo e teste apresentam grande
semelhanca, estando sobrepostas em algumas situacGes. Nela observa-se também, que a melhor
performance obtida na etapa de validacdo foi de 0,008472, alcangada na época 10. Esse foi 0
menor erro obtido entre os 3 casos implementados, sendo também a rede que convergiu mais
rapidamente, com 10 épocas, esse baixo nUmero de épocas pode ser justificado pelo nimero

reduzido de amostras que foram utilizadas para realizar o treinamento.
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Figura 29 — Diagrama de Performance do Caso C
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Fonte: Autoria Propria.

A Tabela 7 mostra um resumo dos treinamentos para os trés casos (Caso A, B e C)
abordados. A partir dela € possivel realizar uma comparacéo entre os resultados e analisar qual
obteve 0 melhor desempenho. Ao analisar o desempenho pelo erro de validagdo, o Caso C
obteve o menor erro, indicando uma melhor performance desse treinamento em relacdo aos

demais, sendo obtido na época 10 e demandando assim um menor esfor¢co computacional

Tabela 7 — Resumos dos resultados dos treinamentos

Numero de | Erro de | Melhor Tgmpo de REYEELD R
Caso . RPN treinamento
épocas | validagdo| época ol
) Treinamento | Validagdo | Teste
os dados
A 20 0,015002| 10 31 0.8903 0,89012 |0,88367| 0,88931
B 41 0,011698| 31 24 0,91938 0,91473 |0,91381| 0,91785
C 20 0,008472| 10 5 0,9014 0,90707 |0,89803| 0,90151

Fonte: Autoria Prépria.

De acordo com os resultados da regressao, o treinamento que melhor se destacou foi o do
Caso B, com o maior coeficiente de correlacdo encontrado em todas as etapas, além disso, a
distribuicdo de dados ndo possui dispersdes expressivas. Com isso, pode-se afirmar que o Caso
B obteve os resultados mais satisfatorios, com um erro de validagéo que ndo possui discrepancia
significativa em relacdo ao do Caso C. No entanto, mesmo apresentando um maior nimero de
épocas, se comparado aos demais treinamentos, essa diferenca ndo se mostra significativa, logo,

em nenhum dos casos o0 esfor¢co computacional foi um fator preocupante. Além disso, vale
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destacar que o Caso B possui uma quantidade mediana de amostras, em compara¢do com 0S
demais, e isso pode ser o motivo pelo qual ele apresentou uma melhor distribui¢cdo dos dados
com a regressao.

Apesar do Caso B se destacar entre os demais casos, ainda foram realizadas validagOes
com essas redes para se ter uma melhor analise do seu desempenho quanto a generalizacdo dos

dados e a capacidade em prever saidas coerentes com a desejada.

4.1.4 ValidacGes realizadas para os trés casos propostos com a rede feedforward

Nessa subsecéo serdo detalhadas as validagdes propostas para todos os treinamentos, onde
para cada um deles foram realizadas 21 validagbes divididas em periodos especificos,
abordadas nos subitens 4.1.4.1 (Validagdo ABC), 4.1.4.2 (Validacdo ABC1), 4.1.4.3 (Validacéo
ABC2), 4.1.4.4 (Validagdo ABC3), 4.1.4.5 (Validagdo ABC4) e 4.1.4.6 (Validacdo ABC9).

Cada subitem abordara a validacdo para um determinado periodo, e 0 mesmo sera
validado para trés intervalos diferentes de amostras, isso foi repetido para os trés casos de
treinamentos realizados, e ao final foram analisadas e comparadas para se determinar qual
treinamento teve um melhor desempenho para essa aplicacéo.

Vale destacar que entre as 21 validagdes propostas, 8 serdo para a previsao da capacidade
de geracdo de poténcia do sistema fotovoltaico de 3kWp nos estados do Rio Grande do Sul e
Pernambuco, com a insercao de diferentes intervalos de amostras, e as demais validacGes seréo

realizadas a fim de testar o desempenho dos treinamentos.

4.1.4.1 Validacdo ABC - 20% das amostras de treinamento

Conforme ja mencionado, a primeira validacdo de cada caso proposto foi realizada
utilizando 20% dos dados de treinamento, ou seja, utilizou uma quantidade de amostras de
4814, 2408 e 408 para os Casos A, B e C, respectivamente. Esse periodo utilizado para as
validacOes equivale aos primeiros 36 dias dos seis meses de amostras que foram selecionados
para realizar os treinamentos. A partir disso, nota-se na Figura 30, Figura 31 e Figura 32, as
comparacdes dos resultados obtidos nas validacGes A, B e C entre a previsdo da RNA e a saida
real de cada um deles.

As curvas apresentadas é resultado de treinamentos e validagdes que variam de acordo
com os intervalos das amostras. Na Figura 30 tem-se o resultado de uma RNA treinada e

validada (Validagdo A) com intervalos de 5 minutos, a Figura 31 apresenta resultados de
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treinamento e validacdo (Validagdo B) ambos com intervalos de 10 minutos, ja a Figura 32

mostra os resultados referentes ao treinamento e validagdo (Validagédo C) realizados com

amostras em intervalos de 1 hora.

Figura 30 — Comparacgédo Real x Previsto da Validacdo A

Validagao A: Previsdo para os 20% das amostras de treinamento
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Fonte: Autoria Propria.

Figura 31 — Comparacéo Real x Previsto da Validacao B
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Figura 32 — Comparagéo Real x Previsto da Validagéo C

Validagdo C: Previsao para os 20% das amostras de treinamento
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Fonte: Autoria Propria.

Com base nas figuras, observa-se que as curvas possuem um bom acompanhamento, no
entanto, a amplitude das curvas de previsdo se apresentou abaixo da curva de saida real em
todos os casos. Outro detalhe observado foi para a Validacado C, onde teve maior diferenca nas
curvas entre as demais validacdes, justificada pela reducdo das amostras, visto que as validacGes
A e B possuem diferencas de amostras bem préximas.

Para analisar o desempenho dessas validac6es utilizou-se 0 método de regressdo abordado
na Figura 33. Na regressao nota-se um coeficiente de correlagéo regular para as validacées A
e C, com destaque para a Validagcdo B, que teve o maior coeficiente com R=0,90524. Existe
ainda, uma tendéncia dos dados em acompanhar a reta alvo, no entanto atrelado a ela, ha
também uma dispersdo expressiva dos dados. De maneira geral, a regressdo obtida para as trés
validacbes, mesmo apresentando amostras dispersas, pode ser considerado um valor aceitavel

e evidencia uma boa previsao para essas validacdes.



Figura 33 — Regressdes das Validacbes A, Be C
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Como visto, as maiores ocorréncias de erros estdo distribuidas dentro de intervalos em

torno do zero para todos os histogramas apresentados, indicando uma boa previsdo para as

validacOes propostas. Ainda para analisar o desempenho dessas validacdes, tem-se 0s erros da

Tabela 8.
Tabela 8 — Erros das Validacbes A, Be C
Validagcdo | Periodo das amostras ME | MAE | MSE | RMSE | EM (%) | RMSE (%)
A 20% das amostras 0,045410,1074| 0,0216 | 0,1468 | 10,0105 | 32,4015
B 20% das amostras 0,0466|0,0926| 0,0156 | 0,1250 | 10,1266 | 27,1618
C 20% das amostras 0,0407|0,0928| 0,0149 | 0,1219 | 9,0029 26,9709

Fonte: Autoria Propria.

Dentre os resultados obtidos, tem-se 0 maior RMSE% com aproximadamente 32% para

a Validagéo A, a Validacdo B apresente um RMSE% de aproximadamente 27%, e a Validacdo

C possui 0 menor RMSE%, em torno de 26%, esses valores indicam o erro de previsdo da rede

neural em porcentagem. Para essas validacOes, acredita-se que o valor se mostrou elevado, pois
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foram utilizadas variaveis com muita intermiténcia, onde qualquer diferenca entre as curvas
(prevista e real) geram valores elevados.

Essas validacGes com 20% das amostras sdo importantes para testar o desempenho das
redes, prevendo uma grande quantidade de amostras, porém, a partir da subsecdo 4.1.4.2 até a
4.1.4.6 serdo abordadas validac@es para dias pontuais, selecionados com base em critérios ja
citados no Capitulo 3.

4.1.4.2 Conjunto de Validagcdo ABC1 - Dia 01 de outubro de 2017

Nessa secdo serd abordado o conjunto de Validagdo ABC1, composto pelas validacGes
Al, Bl e C1, que foi implementada a partir dos treinamentos A, B e C, elas foram realizadas
para o dia 01 de outubro de 2017. As analises desses resultados serdo feitas mediante a
comparacdo das validagcdes com intervalos iguais e com treinamentos diferentes.

Para a Validacdo ABCL1 serdo realizadas anélises para a capacidade de previsao das redes,
bem como o desempenho de previséo delas para os diferentes intervalos de amostras inseridos.
Dentro da Validacdo Al foram realizadas outras 3 validacdes, Al.1, Al.2 e Al.3, com
intervalos de 5 minutos, 10 minutos e 1 hora, respectivamente, sendo treinada de acordo com
as configuracdes do Caso A. A Validacdo Bl contém as validacdes B1.1 (intervalos de 5
minutos), B1.2 (intervalos de 10 minutos), e B1.3 (intervalos de 1 hora), sendo treinada de
acordo com as configurac@es de treinamento do Caso B. A Validacdo C1 é composta pelas
validagbes C1.1, C1.2 e C1.3, com intervalos de 5 minutos, 10 minutos e 1 hora,
respectivamente, e elas foram treinadas de acordo com as configurac@es de treinamento do Caso

C. De forma resumida, tem-se 0 esquema da Figura 34 que ilustra as validacGes realizadas.
Figura 34 — Esquema do conjunto de Validacdo ABC1
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Val B1.1 — 5min
ABC1-01/10/2017 Val Bl < Val B1.2 — 10min

Val B1.3 — 1 hora

Val Cl1 Val C1.1 — 5min
E iValCl.ZlOmin
Val C1.3 -1 hora

Fonte: Autoria Propria.
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O dia selecionado, além de estar dentro do periodo de manutencao, também foi escolhido
por ser considerado o melhor dia do més de outubro, ou seja, foi o dia em que houve maior
geracdo de poténcia do SFCR estudado, e isso fica evidente ao observar a curva de geracéo,
denominada na Figura 35 de saida real, onde nota-se pouca varia¢do ao longo do dia, podendo
ser visto também os resultados obtidos com as validacbes ABC1, em que observa-se a
comparacdo entre as curvas previstas pela RNA e a saida real.

Na Figura 35 as comparacGes dos resultados entre os treinamentos e as validagdes podem
ser realizadas de duas formas, horizontalmente, em que cada curva apresenta validagdes com o
mesmo intervalo de amostras (5 minutos), porém com treinamentos diferentes (Casos A, B e
C), e verticalmente, onde nas comparacGes observa-se que as validagcdes sdo em intervalos
distintos (5 minutos, 10 minutos e 1 hora), porém comparam-se 0 mesmo treinamento, essas
analises podem ser repetidas para todas as figuras que apresentam as comparagoes entre o real

e 0 previsto de sua respectiva validagéo.

Figura 35 — Comparacédo Real x Previsto do conjunto de Validacdo ABC1
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Esses resultados demonstram, visualmente, uma boa previsdo da RNA, que mesmo
possuindo treinamentos distintos, apresentou uma boa aproximacao entre as curvas para todos
0s casos. Por outro lado, algo em comum que pode ser notado entre elas é a amplitude da curva
prevista, que se apresenta abaixo da curva de saida real em todas as situacdes, sendo essa
considerada a falha mais evidente. Com isso, acredita-se que alteragfes em alguns parametros
do treinamento pode reduzir tal amplitude. Visando obter uma melhor analise do desempenho
dessas validacdes, tem-se as regressdes desses resultados.

Todas as regressdes obtidas apesentam coeficientes de correlagdo proximos a 1 (vide
Figura 36), no entanto, a distribuicdo dos dados sobre a reta alvo deve ser coerente para que se
possa concluir algo sobre a eficiéncia dos resultados, e analisando a Figura 36 nota-se que 0s
dados de fato possuem uma tendéncia em acompanhar a reta alvo, porém algumas validacoes
apresentam graficos com dispersdes de dados mais significativas, como € o caso das ValidacGes
Al.2,C1.2, Al.3,B1.3 e C1.3, sendo as trés ultimas valida¢des, com uma quantidade reduzida

de amostras, por isso, ndo afeta diretamente o coeficiente de correlagédo.

Figura 36 — Regressdes do conjunto de Validacdo ABC1
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Ao analisar essa figura pelo coeficiente de regressao, percebe-se que a Validagéo C1.3
obteve maior destaque com R=0,99049, em que tanto o treinamento como a validacdo, foram
realizados com amostras em intervalos de 1 hora, sendo ela a situagéo que se utilizou um menor
nimero de amostras, possibilitando uma reducdo significativa de ruidos, logo um pequeno
naimero de amostras sobre a reta alvo indicara um elevado coeficiente, 0 mesmo acontece para
as demais validacGes com intervalos de 1 hora.

Os erros mostrados na Tabela 9 demonstram numericamente os desempenhos das
validacOes do dia 01/10/2017 para cada treinamento. Os EM, MAE, MSE e RMSE apresentam
valores proximos para todas as validagfes, com exce¢do para a Validacdo C1.3 que obteve 0s
menores erros MAE, MSE e RMSE, caracterizando um bom desempenho entre os dados
previstos e reais dessa validacdo, e isso pode ser notado nas curvas de comparagdes e na

regressdo, onde a mesma validacao se destacou.

Tabela 9 — Erros do conjunto de Validagdo ABC1

Validacéo | Periodo das amostras| ME | MAE | MSE | RMSE | EM (%) | RMSE (%)

Al.l 01/10/2017 - 5min | 0,0804|0,0930|0,0124| 0,1113 | 14,04 19,46
Al.2 01/10/2017 - 10min | 0,0814|0,0940|0,0126 | 0,1121 | 14,21 19,56
Al.3 01/10/2017 - 1 hora |0,0856 |0,0912|0,0122|0,1102 | 16,09 20,73
B1.1 01/10/2017 - 5min | 0,0772|0,0863|0,0106| 0,1032 | 13,27 17,73
B1.2 01/10/2017 - 10min |0,0792|0,0885|0,0110| 0,1050 | 13,59 18,03
B1.3 01/10/2017 - 1 hora |0,0996 | 0,1061|0,0206 | 0,1434 | 18,43 26,52
Cl.1 01/10/2017 - 5min | 0,04890,0901|0,0115| 0,1073 | 8,35 18,31
Cl.2 01/10/2017 - 10min | 0,0508 | 0,0888|0,0110| 0,1051 | 8,67 17,91

C1.3 01/10/2017 - 1 hora |0,0516|0,0608 | 0,0055| 0,0739| 9,48 13,57
Fonte: Autoria Prépria.

Outro dado importante nessa tabela é 0 RMSE%, que mostra o erro de previsdo percentual
de cada validagdo, onde C1.3 também apresentou o menor erro, com 13,57%, essa validacdo €
referente ao Caso C, onde o treinamento e a validacdo foram realizados com amostras em
intervalos de 1 hora. Apesar desses erros ndo apresentarem grande discrepancia entre as
validacOes, observa-se que 0s maiores erros de previsao obtidos foram com as validacdes Al.3
e B1.3, ambas com intervalos de 1 hora.

Diante do que foi exposto, observa-se que as curvas previstas acompanharam bem as
curvas reais para esse dia, apresentando apenas uma queda na amplitude em relagéo a curva

real. No entanto, essa proximidade entre as curvas ndo diz, com alto grau de precisdo, se 0
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desempenho foi adequado, para isso foram realizadas as somas e as médias das poténcias
previstas para o dia 01/10/17, com o intuito de comparar com a saida real e analisar a diferenca
existente entre ela, conforme é abordado na Tabela 10. Para realizar essa etapa os dados foram
desnormalizados, sendo convertidos para sua unidade real, o Watt.

Tabela 10 — Poténcias do conjunto de Validagdo ABC1

. Real x Real Prevista
Validagdo | Periodo das amostras (I‘i\’(\esl) Pl(’i\\//:/s)ta Prevista Média Média
KW (KW) (KW)
Al.2 01/10/2017 - 10min | 116,829 | 100,23 16,60 1,669 1,432
Al.3 01/10/2017 - 1 hora | 18,591 | 15,60 2,99 1,549 1,300
Bl.1 01/10/2017 - 5min | 233,418 202,45 30,97 1,667 1,446
B1.2 01/10/2017 - 10min | 116,829| 100,95 15,88 1,669 1,442
B1.3 01/10/2017 - 1 hora | 18,591 | 15,17 3,43 1,549 1,264
Cl.1 01/10/2017 - 5min | 233,418 | 213,94 19,48 1,667 1,528
C1.2 01/10/2017 - 10min |116,829| 106,71 10,12 1,669 1,524
1,549 1,402

Fonte: Autoria Prépria.

A partir das informacdes contidas na Tabela 10 nota-se que a previsdo das poténcias
apresentou diferencas que chegam a até 32kW destacado em vermelho, como é o caso da
Validacdo Al.1 e o menor valor obtido foi para a Validacdo C1.3, com uma diferenca de
1,76kW destacado em azul na Tabela 10. Vale destacar que essas comparacdes de resultados
s0 devem ser realizadas entre as validacdes de mesmo intervalos, ou seja, entre Al.1, B1.1,
C1.1 comintervalos de 5 minutos, Al.2, B1.2, C1.2 com intervalos de 10 minutos e A1.3, B1.3,
Cl1.3 em intervalos de 1 hora, visto que cada validacdo em que se utilizou um tipo de intervalo,
a mesma apresentou quantidade de amostras distintas, podendo influenciar no somatério das
poténcias. Ao observar o calculo das poténcias médias, tem-se valores aproximados entre as
poténcias médias previstas e as poténcias médias reais, para melhor ilustrar essa informacéo, o

Grafico 1 foi elaborado.
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Gréfico 1 — Comparagdo entre as poténcias médias do conjunto de Validacdo ABC1

16 — e — T —
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Fonte: Autoria Propria.

Nele percebe-se uma certa aproximacao entre a linhas, principalmente entre as validac6es

C1, que foram treinadas conforme o treinamento do Caso C.
4.1.4.3 Conjunto de Validagdo ABC2 - Dia 12 de novembro de 2017

Nesse conjunto de validacdo foram inseridas como variaveis de entrada, amostras do dia
12 de novembro de 2017, esse dia foi considerado o melhor do més de novembro, com maior
geracdo de poténcia do SFCR, além disso, esse dia pertence ao periodo de manutencdo. O
conjunto de validacdes ABC2 engloba 3 subconjuntos de validagdes (Val A2, Val B2 e Val
C2), que por sua vez possui 3 validagGes cada um, sendo implementadas variando-se 0s
intervalos em 5 minutos (Val A2.1, Val B2.1 e Val C2.1), 10 minutos (Val A2.2, Val B2.2 e
Val C2.2) e 1 hora (Val A2.3, Val B2.3 e Val C2.3). Vale destacar, que os subconjuntos de
validacbes Val A2, Val B2 e Val C2 foram treinados de acordo com o treinamento do Caso A,
B e C, respectivamente.

Na Figura 37 pode-se observar detalhadamente o esquema de validaces proposto, nele
tem-se que serdo realizadas para cada um dos treinamentos, trés validacbes com intervalos

diferentes de amostras para o dia 12 de novembro de 2017.
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Figura 37 — Esquema do conjunto de Validagdo ABC2
Val A2.1 — 5min
Z Val A2.2 — 10min
Val A2 Val A2.3 — 1 hora

Val B2.1 — Smin
ABC2 —12/11/2017 Val B2 < Val B2.2 — 10min

Val B2.3 — 1 hora

Val C2 Val C2.1 — Smin
i i Val C2.2 — 10min
Val C2.3 — 1 hora

Como resultado dessas validagdes, tem-se na Figura 38 as comparacdes entre as poténcias

Fonte: Autoria Propria.

previstas pela RNA e as saidas reais para cada uma das validacbes implementadas.
Visualmente, a rede neural mostrou uma boa previsdo dos dados, onde as curvas possuem
proximidade entre elas, entretanto, assim como no conjunto de validacbes ABC1, as curvas
previstas apresentam uma baixa amplitude em relacdo as curvas reais.

Analisando a figura por linha, tem-se a comparacao das curvas com validacdes de mesmo
intervalo e treinamentos distintos, onde nota-se que ndo houve diferencas expressivas nos
resultados entre as validacGes realizadas nos Casos A2 e B2, com ressalva para as validacdes
do Caso C2 (C2.1, C2.2, C2.3) que apresentou pequenas diferencas em relacdo as validacoes

de mesmaos intervalos, porém com pouca expressividade.
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Figura 38 — Comparacgédo Real x Previsto do conjunto de Validacdo ABC2
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Fonte: Autoria Prépria.

Nota-se que para dias com pouca variacdo climatica, quando a curva de geracdo de
poténcia exibe variacdes leves e caracteriza um dia bom, os resultados dessas previsdes tem se
mostrado favoraveis mesmo com a falha da amplitude. Analisando melhor esses resultados,
tem-se as regressoes referentes a cada uma dessas curvas, mostrados na Figura 39.

Todas as regressOes obtidas apresentam coeficientes de correlacdo acima de R=0,95,
caracterizando assim uma boa previsdo, e embora esses dados apresentem algumas dispersoes,
sua distribuicdo condiz com os coeficientes de correlacdo, visto que 0s dados apresentam uma
forte tendéncia em acompanhar a reta alvo, e com uma certa quantidade de amostras sobre a
mesma.

Analisando por treinamento, as validacdes A2.1 e A2.2 obtiveram os melhores resultados
de acordo com o coeficiente de correlacéo, sendo, portanto, o0 melhor aproveitamento conferido
ao treinamento do Caso A, em que foi treinado com amostras em intervalos de 5 minutos. A

Validagdo A2.3 ndo obteve o menor coeficiente de correlagédo para esse treinamento, no entanto,



77

observa-se que esse coeficiente ndo apresentou grande discrepéncia em relagdo as demais
validagOes (B2.3 e C2.3).

Observa-se que para todas as validagcbes com intervalos de 1 hora, os valores dos
coeficientes sdo elevados, mesmo com uma distribuicdo de amostras dispersas, porém isso

condiz com a quantidade reduzida de dados que foram utilizados.

Figura 39 — Regressdes do conjunto de Validacdo ABC2
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Fonte: Autoria Prépria.

Na Tabela 11 mostra-se os diferentes erros obtidos para analisar a confiabilidade das
validacOes, nela pode ser observado que existe uma aproximacao entre os erros obtidos, com
destaque paras as validacbes C2, que apresenta algumas ocorréncias de erros baixos, se
comparado com as demais validagdes, no entanto, ao analisar 0o RMSE% dessa validacéo, a
mesma apresenta 0s maiores erros entre as validacdes, atingindo valores de até 25%, indicando

uma falha na previsdo do dados, com maiores desvios entre 0s dados previstos e 0s reais.
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Tabela 11 — Erros do conjunto de Validagdo ABC2

Validacéo | Periodo das amostras| ME | MAE | MSE | RMSE | EM (%) | RMSE (%)

A2.1 12/11/2017 - 5min | 0,0143|0,0849|0,0094 | 0,0970 | 2,88 19,53
A2.2 12/11/2017 - 10min | 0,0142 | 0,0837|0,0090| 0,0947 | 2,85 18,95
A2.3 12/11/2017 - 1 hora |0,0216 | 0,0656 | 0,0058| 0,0760 | 4,54 16,00
B2.1 12/11/2017 - 5min | 0,0081|0,0759|0,0081 | 0,0902 | 1,60 17,86
B2.2 12/11/2017 - 10min | 0,0094 | 0,0753|0,0077| 0,0879 | 1,85 17,29
B2.3 12/11/2017 - 1 hora |0,0364 | 0,0692|0,0085| 0,0919 | 7,54 19,04
c2.1 12/11/2017 - 5min | 0,0066 | 0,1134|0,0171|0,1308 | 1,31 25,71
C2.2 12/11/2017 - 10min |0,0072|0,1110|0,0163|0,1277 | 1,42 24,93

Cc2.3 12/11/2017 - 1 hora |0,0041|0,06790,0066 | 0,0815| 0,85 16,74
Fonte: Autoria Propria.

Visando uma andalise mais proxima da realidade, realizou-se comparagcdes com 0s
resultados em sua unidade real, no caso o Watt. Os resultados dessa etapa sdo abordados na

Tabela 12, com a poténcias acumuladas reais e prevista, bem como a média aritmética delas.

Tabela 12 — Poténcias do conjunto de Validacdo ABC2

S . Real |Prevista | Real x Prevista | Real Média Preyigta

Validacéo | Periodo das amostras kW) | (kw) (kW) (KW) I\(/Ikerl)a
| A21 | 12112017-5min [20698] 20102 | 595 | 14474 | 14058
A2.2 12/11/2017 -10min |103,40| 100,46 2,94 1,4563 1,4149
A2.3 12/11/217-1hora | 16,61 | 15,85 0,75 1,3838 1,3209
B2.1 12/11/2017 - 5min | 206,98 | 203,66 3,31 1,4474 1,4242
B2.2 12/11/2017 -10min |103,40| 101,49 1,91 1,4563 1,4295
B2.3 12/11/217-1hora | 16,61 | 15,35 1,25 1,3838 1,2795
C2.1 12/11/2017 - Smin | 206,98 | 204,27 2,70 1,4474 1,4285
C2.2 12/11/2017 -10min |103,40| 101,93 1,46 1,4563 1,4357

| c23 | 1nvar-ihoa [1661] 1646 | 014 | 138 13720

Fonte: Autoria Prépria.

Para essas validacdes, a maior diferenca (destacada em vermelho) obtida entre as
poténcias previstas acumulada e poténcias reais acumulada foi de 5,95kW, fato ocorrido na
Validacdo A2.1, e a menor diferenca encontrada, destacada em azul na tabela, foi de 141W,
com a Validacdo C2.3. Para uma melhor demonstragdo dos valores das poténcias medias
previstas e reais, foi elaborado
Gréfico 2. Nele observa-se que os valores possuem uma certa proximidade, sendo a validacéo

B2.3 a que teve a maior diferenca entre as poténcias médias, mesmo com a ideia prévia de que
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outras figuras apresentam um maior erro (Figura 38) , pode ser comprovado a partir dessa

analise que isso ndo ocorre.

Gréfico 2 — Comparagdo entre as poténcias médias do conjunto de Validacdo ABC2
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Fonte: Autoria Propria.

Essa analise é importante para verificar que mesmo existindo diferengas entre as curvas
de comparacéo (Figura 38), com o

Gréfico 2 é possivel indicar a geracdo de poténcia média prevista e real, mostrando nesse
caso que o treinamento C foi 0 que deteve melhor desempenho, apresentando uma maior

proximidade entre as poténcias médias.

4.1.4.4 Conjunto de Validacdo ABC3 - Dia 08 de dezembro de 2017

O conjunto de validacbes ABC3 foi realizado utilizando amostras do dia 08 de dezembro
de 2017, dentro do periodo de manutencdo. Os subconjuntos (Val A3, Val B3 e Val C3), que
formam o conjunto principal ABC3, foram treinados de acordo com os treinamentos do Caso
A, B e C, respectivamente, e suas valida¢es foram implementadas em intervalos de 5 minutos,
10 minutos e 1 hora, conforme o esquema da Figura 40, que mostra resumidamente a divisao

dessas validacdes.
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Figura 40 — Esquema do conjunto de Validagdo ABC3

Val A3.1 — 5min
E ;v: Val A3.2 — 10min
Val A3 Val A3.3 — 1 hora

Val B3.1 — 5min
ABC3 —08/12/2017 Val B3 < Val B3.2 — 10min

Val B3.3 — 1 hora

Val C3 Val C3.1 — 5min
E 5 Val C3.2 — 10min
Val C3.3 — 1 hora

A Figura 41 mostra os resultados do conjunto de validagdes ABC3, onde séo apresentadas

Fonte: Autoria Propria.

todas as comparacdes realizadas entre as validagdes. Nota-se que, mesmo estando dentro do
periodo limpo, e sendo o dia com maior geracdo de poténcia do més de dezembro de 2017, a
curva de saida real apresenta algumas variagdes ao longo do dia, dificultando a previsao da rede

neural.

Figura 41 — Comparacgédo Real x Previsto do conjunto de Validacdo ABC3
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Diante disto, observa-se que a rede ndo acompanhou de forma eficiente tais variacoes,
além disso, as curvas de previsdo da RNA continuam apresentando amplitudes abaixo da curva
de saida real. Mesmo apresentando essas falhas nas analises visuais, as regressdes dessas
validacBes se mostram eficientes, com coeficientes de correlacdo préximo a 1, e com a
distribuicdo dos dados coerentes com esses coeficientes, apresentado uma tendéncia em seguir
a reta alvo e com poucos desvios entre 0s valores reais e previstos, a Figura 42 mostra essas
informacoes.

A melhor previsdo, de acordo com o coeficiente de correlagdo, € da Validagdo C3.3, com
R=0,98169, ela, por possuir uma quantidade de amostras reduzidas, propiciou uma reducédo nas
variagdes das curvas, suavizando 0s picos existente, 0 que favoreceu a previsdo para essa
validacao.

Figura 42 — Regressdes do conjunto de Validacdo ABC3
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Na

Tabela 13 sdo abordados os erros obtidos para cada uma dessas valida¢Ges, onde o0 menor
erro de previsdo obtido foi para a Validacdo C3.3, com RMSE% de aproximadamente 14%.
Dentre as validag0es, as que apresentaram o menor RMSE% de cada treinamento foram as
validadas com intervalos de 1 hora. A Validagdo C3.1 apresenta 0 maior RMSE% entre as
validacdes, com aproximadamente 28% de erro, com isso, observa-se que as validacdes do
treinamento C deteve os extremos desses erros, englobando o minimo e 0 maximo de erro em
suas validacdes. Nota-se, portanto, que mesmo sendo validada com um maior nimero de
amostras e intervalos menores, a Validagdo C1.3 ndo obteve sucesso no treinamento C, sendo

a pior previséo obtida.

Tabela 13 — Erros do conjunto de Validagdo ABC3

Tabela de erros ABC3
Validacéo | Periodo das amostras| ME | MAE | MSE | RMSE | EM (%) | RMSE (%)

A3l 08/112/2017 - 5min | 0,0629 | 0,1028 | 0,0175| 0,1323 | 0,47 25,01
A3.2 08/112/2017 - 10min | 0,0705 | 0,1006 | 0,0163|0,1278 | 0,71 20,70
A3.3 08/112/2017 - 1 hora | 0,0503 |0,0926|0,0127 | 0,1128 | 3,56 16,41
B3.1 08/112/2017 - 5min | 0,0029 | 0,0809 | 0,0138| 0,1176 | 0,63 25,08
B3.2 08/112/2017 - 10min | 0,0043 | 0,0709 | 0,0092| 0,0959 | 0,92 20,40
B3.3 08/112/2017 - 1 hora | 0,0315 |0,0605|0,0088 | 0,0938 | 6,63 19,76
C3.1 08/112/2017 — 5min |-0,0062 | 0,1007 {0,0183|0,1354 | -1,31 28,64
C3.2 08/112/2017 - 10min |-0,0017|0,0933|0,0138|0,1177 | -0,36 24,86

C3.3 08/112/2017 - 1 hora | 0,0075 |0,0577|0,0049|0,0701| 1,57 14,66
Fonte: Autoria Prépria.

Para uma melhor interpretacdo desses resultados tem-se a Tabela 14 com as poténcias
previstas e reais em Watt, nela observa-se que a poténcia acumulada real e prevista para o dia
08/12/17 obtido para cada umas das validacbes, a menor diferenca observada foi para a
Validacdo C3.3, com 255W, observa-se ainda que as validagdes C3.1 e C3.2 apresentaram uma
diferenca negativa, o que significa que a poténcia prevista foi superior a poténcia real nesses
dois testes. A validacdo B3.1 apresentou a maior diferenca com 1,22kW, sendo este valor

destacado na Tabela 14 na cor vermelha.
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Fonte: Autoria Propria.

Tabela de Poténcias ABC3
S s . Real | Prevista | Real x Prevista | Real Média Preyigta

Validacéo | Periodo das amostras W) | (kw) (kW) (KW) I\(/Iki;\:i/l)a
A3.1 08/112/2017 - 5min | 194,91| 194,00 0,91 1,344 1,338
A3.2 08/112/2017 - 10min | 96,94 | 96,26 0,69 1,346 1,337
A3.3 08/112/2017 - 1 hora | 16,33 | 15,75 0,58 1,361 1,312
1,344 1,336

B3.2 08/112/2017 - 10min | 96,94 | 96,06 0,88 1,346 1,334
B3.3 08/112/2017 - 1 hora | 16,33 | 15,25 1,08 1,361 1,271
1,344 1,362

1,346 1,351

1,361 1,339

Os resultados médios das poténcias também sdo importantes para a analise, uma vez que

demonstra para onde se concentra a distribuicdo dos dados, e ao realizar a comparacdo dos

resultados médios das poténcias reais e previstas, nota-se uma boa aproximacao entre elas na

Tabela 14, no entanto, para uma melhor interpretacdo desses resultado, o Grafico 3 foi

elaborado.

Grafico 3 — Comparacdo entre as poténcias medias do conjunto de Validacdo ABC3
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Fonte: Autoria Propria.

B3.2 B3.3 C31 C3.2
Validagdes
Prevista Média (kW)

C33

No Gréfico 3 é possivel observar a aproximacao dos resultados para as validagdes A3.1,

A3.2, B3.1, B3.2, C3.1 e C3.2, sendo a duas Ultimas compostas por diferencas negativas,



84

conforme pode ser visto no Gréafico 3. Nota-se ainda que as validagdes com intervalos de 1 hora
foram os que registraram as maiores diferencgas de poténcias médias. A partir desses resultados,
tem-se que os treinamentos com melhor generalizagdo foram dos Casos A e B, apresentando as

menores diferencas de poténcias médias.
4.1.4.5 Conjunto de Validacdo ABC4 - Semana de 01 a 07 de outubro de 2017

O conjunto de validacdo ABC4 contou com amostras da semana de 01 a 07 de outubro
de 2017, em que para os itens dos subconjuntos (Val A4, Val B4 e Val C4) realizou-se
validacOes variando os intervalos das amostras de cada um, em 5 minutos, 10 minutos e 1 hora,
essa semana foi selecionada por ser a semana de maior geracdo de poténcia entre 0s meses de

outubro e dezembro. Um resumo da diviséo das validagGes realizadas € mostrado na Figura 43.

Figura 43 — Esquema do conjunto de Validacdo ABC4
Val A4.1 — 5min
E ,:: Val A4.2 — 10min
Val A4 Val A4.3 — 1 hora

Val B4.1 — 5min
ABC4 —01/10/2017 - 07/10/2017 Val B4 < Val B4.2 — 10min
Val B4.3 — 1 hora

Val C4 Val C4.1 — 5min
E :‘: Val C4.2 — 10min
Val C4.3 — 1 hora

Essas validacdes resultaram nas curvas da Figura 44 onde observa-se falhas na previsao

Fonte: Autoria Prépria.

dessas validacbes na amplitude e nas variagdes das curvas. A curva de previsdo da RNA fica
sempre abaixo da curva da saida real, e com relacdo as variacGes, a rede ndo consegue
acompanhar tdo bem esses picos e quedas nas curvas ao longo da geracdo de poténcia, essas
falhas foram observadas nas trés validacdes.

Nota-se entdo que para dias com muita intermiténcia a rede neural ndo apresenta
resultados satisfatorios, visto que a curva de previsdo da RNA ndo acompanha a curva real com

eficiéncia, apresentando diferencas significativas entre elas.
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Figura 44 — Comparag0es Prevista x Real do conjunto de Validacdo ABC4

V?Ildaqio A4.1: Semana 01/10/2017 - 07/10/2017 com amostras de Smin  Validagéo B4.1: Semana 01/10/2017 - 07/10/2017 com amostras de 5min V::Iidau;io C4.1: Semana 01/10/2017 - 07/10/2017 com amostras de 5min
1

e
3

=
>

Poténcia normalizada
o o
~ S

o

—— Previsao da RNA —— Saida real

A

508 ‘ 308
® ®
] | N
T 06 -
£ E 06
2 04}/ g
o [}
= =04
2 02 g
3 | $

/ 0
() a 02

—— Previsao da RNA —— Saida real

02

0 100 200 300 400 500 600 700 800 900 1000

Va1llda<;io A4.2: Semana 01/10/2017 - 07/10/2017 com amostras de 10min

Quantidade de amostras

02
0

100 200 300 400 500 600 700 800 900 1000
Quantidade de amostras

|

\ | |
—— Previsao da RNA —— Saida real

i

v

Va1I idagdo B4.2: Semana 01/1012017 - 07/10/2017 com amostras de 10min Va1lidaqéo C4.2: Semana 01/10/2017 - 07/10/2017 com amostras de 10min

0 v v v y
0 100 200 300 400 500 600 700 800 900 1000

Quantidade de amostras

o
=

Poténcia normalizada
-od
~

o

06 |

041/

—— Previsio da RNA —— Saida real

Poténcia normalizada
o
=

o

A i

|
—— Previsao da RNA —— Saida real

Poténcia normalizada

I | !5
\ {h ‘/'!i

Il

i

—— Previsao da RNA —— Saida real

LV v

02
0

Va1|idagéo A4.3: Semana 01/10/2017 - 07/10/2017 com amostras de 1 hor

=
o

e
e

Poténcia normalizada
o o
~ =

S
o

50 100 150 200 250 300 350 400 450 500
Quantidade de amostras

02

0 50 100 150 200 250 300 350 400 450 500

Quantidade de amostras

Va:idagio B4.3: Semana 01/10/2017 - 07/10/2017 com amostras de 1 hora

0

Va1lidat;io C4.3: Semana 01/10/2017 - 07/10/2017 com amostras de 1 hora

50 100 150 200 250 300 350 400 450 500
Quantidade de amostras

—— Previsao da RNA —— Saida real

B

10 2 30 40 50 60 (] 80
Quantidade de amostras

Fonte: Autoria Propria.

=
3

=
>

Poténcia normalizada
o I
o =

o

—— Previsao da RNA —— Saida real

S
~

10 20 30 4 50 60 70 80 90
Quantidade de amostras

Poténcia normalizada
o = e
= > =

o
~

o

10 20 30 4 50 60 70 80 90
Quantidade de amostras

Os métodos de regressao utilizado para analisar o desempenho dessas validacdes é

mostrado na Figura 45. As regressdes apresentam coeficientes de correlacdo considerados bons

para determinar uma boa previsao, onde o menor coeficiente obtido foi de R=0,8934 para a

Validacdo C4.1. Diferentemente das validacOes anteriores, essa apresenta uma previsao para

varios dias o que implica em uma maior quantidade de amostras para as validacGes e

consequentemente mais ruidos serdo inseridos, ocasionando uma maior dispersao de dados,

conforme visto na Figura 45, que mesmo apresentando tendéncia em seguir a reta alvo, ainda

assim possui desvio entre os dos dados previsto e reais.



Figura 45 — Regressdes do conjunto de Validacdo ABC4
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Os dados apresentados na Tabela 15 mostram os erros nas mesmas faixas de valores, ndo

apresentando discrepancia significativa entre as validacbes. O RMSE% apresenta variacoes,

porém com valores bem préximos, onde a variacdo entre 0 maior e 0 menor erro chegam a

aproximadamente 5% apenas. O menor erro ocorreu na Validacdo C4.3 com 20%

aproximadamente, e 0 maior ocorreu na Validacdo A4.1 com 25,85%.
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Validacéo Periodo das amostras ME | MAE | MSE | RMSE | EM (%) | RMSE (%)
A4l 01/10/2017-07/10/17 - 5min |0,0055|0,1381|0,0282| 0,1678 | 12,30 25,85
A4.2 |01/10/2017-07/10/17 - 10min|0,0161|0,1414|0,0297|0,1724 | 13,68 24,80
A4.3 | 01/10/2017-07/10/17 - 1 hora | 0,0930{0,0989|0,0175|0,1323 | 10,13 22,74
B4.1 01/10/2017-07/10/17 - 5min |0,0599|0,1009|0,0174|0,1318 | 11,52 25,32
B4.2 |01/10/2017-07/10/17 - 10min |0,0689|0,0989|0,0162|0,1272 | 13,14 24,28
B4.3 |01/10/2017-07/10/17 - 1 hora | 0,0544|0,0938|0,0138|0,1176 | 10,79 23,31
C4.1 01/10/2017-07/10/17 - 5min |0,0404|0,1067|0,0179|0,1337 | 7,71 25,51
C4.2 ]01/10/2017-07/10/17 - 10min |0,0489|0,1047|0,0162|0,1271 | 9,27 24,08
Cc4.3 |01/10/2017-07/10/17 -1 hora|0,0547|0,0855|0,0113|0,1063 | 10,77 20,92

Fonte: Autoria Propria.

Com os dados da Tabela 16 pode-se ter uma melhor analise dos resultados obtidos a

partir das validagdes, visto que nela os dados sdo manipulados em sua unidade real, dando uma

melhor interpretacdo dos resultados. Diante disso, tem-se a diferenga entre as poténcias

acumuladas reais e previstas de cada validacdo para a semana em estudo, sendo a Validacao

A4.1, destacada em vermelho, a que obteve a maior diferenca com 179,5kW, nota-se que as

validag6es com intervalos de 5 minutos (A4.1, B4.1 e C4.1) foram as que obtiveram as maiores

diferencas de poténcia entre seus respectivos treinamentos. Em azul esta destacada a validacao

que apresentou a menor diferenca entre as poténcias acumuladas, com 9,65kW.

Tabela 16 — Poténcias do conjunto de Validacdo ABC4

N . Real |Prevista Rea_l X R’e a_I Preyi§ta
Validagéo Periodo das amostras W) | (kw) Prevista Média Média
(kW) (kW) (KW)
1,491 1,308
A4.2 | 01/10/2017-07/10/17 - 10min| 734,21 | 633,79 100,42 1,501 1,296
A4.3 | 01/10/2017-07/10/17 - 1hora| 121,41 | 109,11 12,30 1,445 1,299
B4.1 01/10/2017-07/10/17 - 5min |1459,97| 1291,85| 168,11 1,491 1,320
1,501 1,304
B4.3 | 01/10/2017-07/10/17 - 1hora| 121,41 | 108,32 13,09 1,445 1,289
Cc4.1 01/10/2017-07/10/17 - 5min |1459,97| 1347,40 | 112,56 1,491 1,376
C4.2 |01/10/2017-07/10/17 - 10min| 734,21 | 666,16 68,05 1,501 1,362
C4.3 |01/10/2017-07/10/17 -1 hora| 121,41 | 108,34 13,07 1,445 1,290

Fonte: Autoria Propria.

Nota-se que o0s resultados entre as poténcias médias reais e previstas apresentam

diferencas significativas, onde a validagcdo que mais se aproximou do valor médio real foi a
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C4.1, em que o valor médio real foi de 1,491kW e o valor previsto foi de 1,376kW, o Gréfico

4 mostra a linhas das poténcias médias do conjunto de valida¢fes ABCA4.

Gréfico 4 — Comparagdo entre as poténcias médias do conjunto de Validacdo ABC4
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Fonte: Autoria Propria.

Conforme visto nas curvas do Grafico 4, devido a maior quantidade de amostras
utilizadas no conjunto de validacbes ABC4, que foi compreendido no periodo de validacGes de
7 dias, os resultados demonstram uma maior diferenca encontrada entre as poténcias medias
reais e previstas, essa maior quantidade de amostras influenciara na media desses valores, de

forma a elevar os erros.

4.1.4.6 Conjunto de Validacdo ABC9 - Para outras regides

As validacOes para outras regibes foram realizadas com o intuito de prever a poténcia
gerada pelo SFCR se instalado em diferentes regibes, para isso, realizou-se o conjunto de
validag6es ABC9 constituido dos subconjuntos A9 (de A9.1 a A9.8), B9 (de B9.1a B9.8) e C9
(de C9.1 a C9.8), treinados de acordo com as configuracdes de treinamento, do Caso A, B e C,
respectivamente, e foram validados com informacgdes meteoroldgicas dos estados do Rio
Grande do Sul e Pernambuco, para possibilitar a previsdo da poténcia gerada com a instalacéo
do sistema nesses estados. Os dias utilizados para essa validacdo foram, 01 de outubro, 12 de
novembro, 08 de dezembro, e para a semana de 01 a 07 de outubro, todos do ano de 2017,
utilizando amostras com intervalos de 5 minutos.

Essas validacGes foram realizadas ap0s aplicar os trés treinamentos propostos, visando

testar a eficiéncia da rede neural com a inser¢do de amostras com diferentes intervalos, o que
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permite ao usuario mais opcoes de dados de entrada, uma vez que a rede estando apta a isso,
ela ir& receber qualquer intervalo de amostra e generaliza-las com eficiéncia.

Com as validagdes do treinamento do Caso A tem-se as curvas da Figura 46. Na primeira
coluna tem-se as curvas de poténcia prevista para 0 Rio Grande do Sul, correspondendo as
validacdes do subconjunto A9, que sdo A9.1 a A9.4, ja para Pernambuco as valida¢des sdo de

A9.5 a A9.8, conforme a segunda coluna de curvas da Figura 46.

Figura 46 — Curvas resultantes do subconjunto de Validagcdo A9
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Nota-se que as validacgdes realizadas para PE sdo melhores do que parao RS, ndo podendo

afirmar que é um problema somente da rede neural, visto que as condi¢Oes climéticas do RS

ndo favorecem a geracdo fotovoltaica, apresentando grandes variagcbes ao longo do dia,

comparagdes entres os estados serdo mostradas no decorrer dessa se¢do a partir da poténcia

elétrica obtida. Essas fortes variacdes que ocorrem nas curvas do estado do RS se repetem para

as demais validagOes das Figura 47 (subconjunto B9) e Figura 48 (subconjunto C9), em que

cada uma delas sdo mostradas as validacOes referentes aos treinamentos.
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Figura 47 — Curvas resultantes do subconjunto de Validagdo B9
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Figura 48 — Curvas resultantes do subconjunto de Validagdo C9
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De maneira geral, as previsdes ndo apresentaram diferencas expressivas entre as

validacBes, mesmo implementadas com treinamentos diferentes, elas resultam em curvas

bastantes semelhantes de um treinamento para o outro, a0 comparar as curvas entre as Figura

46,

Figura 47 e Figura 48.



92

No entanto, elas apresentam elevadas variacfes ao longo do periodo de previséo,
principalmente para o RS, com isso, realizou-se o somatorio das geracdes de poténcia previstas,
para se ter uma analise quantificada dessa geracdo e poder realizar comparacfes entre 0S
estados, bem como, dos treinamentos, determinando qual deles se destacou com a melhor
generalizagéo das amostras e consequentemente a melhor previsdo. Para tanto, tem-se a Tabela

17, que mostra as poténcias previstas com as validagdes em cada treinamento.

Tabela 17 — Poténcias previstas dos estados por treinamento

. Caso A Caso B Caso C
Periodo das — — —
amostras Acumulada Meédia Acumulada Média Acumulada Média
(kW) (kW) kw
RS 01/10/17 163,18 1,255

PE 01/10/17 177,11 1,312

RS 12/11/17
PE 12/11/17

RS 08/12/17 113,60 0,047 |
PE 08/12/17 130,12 1,112
RS semana | 920,34 0,991

PE semana 1160,82
Fonte: Autoria Propria.

Para uma melhor visualizacdo dos dados, a Tabela 17 foi destacada em azul e vermelho,
onde indica, respectivamente, os maiores e 0s menores valores de poténcia prevista encontrados
por treinamento. Nota-se a partir disto, que as validacdes que foram treinadas de acordo com
as configurac6es do Caso A, ou seja, o0 treinamento realizado com amostras de 5 minutos, deteve
0 maior niumero de validacGes com valores mais elevados de poténcia prevista.

Ainda de acordo com a Tabela 17, observa-se que as validacoes que foram treinadas com
amostras em intervalos de 10 minutos (Caso B) apresentou uma maior quantidade de valores
reduzidos de poténcia prevista, se comparado com os resultados de validacdes dos demais
treinamentos (Caso A e C).

Essas diferencas de poténcia prevista obtidas nas validagGes de cada treinamento, pode
ser justificada pelas configuragdes de treinamento em que cada uma foi submetida, visto que,
os intervalos das amostras de treinamento podem alterar esses resultados. Principalmente,
quando os treinamentos sdo realizados com amostras em intervalos diferentes ao que se insere
nas validacdes, como foi o caso dos testes realizados nessa pesquisa.

Conforme pode ser visto na Tabela 17, na maioria das validacGes, o estado de
Pernambuco apresentou maiores indices de poténcia elétrica prevista, se comparado ao obtido
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para o estado do Rio Grande do Sul, isso pode ser justificado pelas condi¢Ges climaticas de cada
regido, que foram inseridas no processo de validacdo, e dessa forma, poderd influenciar
diretamente nos resultados.

As poténcias médias geradas pelo SFCR em Mossor( variam, para os dias selecionados,
emtorno de 1,3kW a 1,6kW, esses valores sdo superiores aos obtidos nas valida¢des do estados
do RS e PE, com isso, acredita-se que os baixos valores podem ser justificados por alguma falha
de treinamento da rede, bem como pelas condigdes climaticas que sdo diferentes, e
consequentemente a geracdo de poténcia também serd influenciada, principalmente pela
temperatura e irradiacdo que foram as variaveis utilizadas para validar tais resultados.

Na Tabela 18 sdo mostradas as informacdes climaticas, das localidades estudadas nessa

pesquisa, apresentando os valores médios de irradiacdo e temperatura para cada um dos dias

estudados.
Tabela 18 — Informacdes climaticas médias de Mossoro, RS e PE
Mossor6-RN Recife-PE Porto Alegre-RS
Periodo | Temperatura | Irradiacdo | Temperatura Irradiacdo | Temperatura | Irradiacéo
(°C) (W/mg?) (°C) (W/m?) (°C) (W/m?)
01/10/2017 28,46 624,41 21,91 480,05 28,52 469,66
12/11/2017 29,08 623,69 17,26 478,99 29,09 373,56
08/12/2017 29,57 535,36 22,39 408,79 30,3 429,14
Semana 28,79 569,64 18,43 374,4 28,38 439,4

Fonte: Com base nos dados da estacdo meteorolégica e do site Wunder ground.

As informacGes contidas na Tabela 18 abordam os valores médios de temperatura e
irradiacdo nos periodos estudados de cada uma das localidades, com isso, observa-se que,
conforme esperado, as informacgdes climaticas do Nordeste possuem indices mais elevados, e
no geral as temperaturas de Mossor6 e de Pernambuco se mostram bastante proximas,
entretanto a irradiacdo da cidade de Mossoro se sobressai com indices mais elevados em todo
0 periodo utilizado nas validacGes.

Além de serem abordadas nas curvas das Figura 46, Figura 47 e Figura 48, essas analises
abordando a quantizacdo da poténcia prevista € importante, pois ndo importa se as poténcias
foram geradas nos mesmos instantes de tempo, o0 que serd relevante para determinar a
viabilidade da instalacdo em determinada localidade é a poténcia gerada no final, visto que,
cada localidade possui suas particularidades climaticas.

Levando em consideracdo que o melhor treinamento observado, considerando os
méaximos de poténcia encontrados, foi 0 do Caso A, serdo realizadas comparagdes com 0s erros

de RMSE% encontrados no decorrer da pesquisa, para projetar o quanto de erros essas poténcias
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previstas possuem. Como ndo existem valores de poténcia reais para realizar comparacoes e
obter uma melhor preciséo dos resultados, os erros de RMSE% deverdo indicar uma margem
de erro para mais e para menos da poténcia média prevista, sendo considerado, nesse caso,
apenas os erros de previsao das validagfes do Caso A, para intervalos de 5 minutos, coincidindo
com os intervalos das validagdes feitas para 0 RS e PE.
Os erros inseridos no Grafico 5 sdo referentes as validagdes Al.1, A2.1, A3.1 e A4.1, onde 0s
RMSE% aplicados nessa analise foram retirados das Tabela 9, Tabela 11,

Tabela 13, e Tabela 15. Vale lembrar, que essa analise leva em consideracdo apenas 0s
erros de previsdo, ou seja, 0s erros da propria RNA em prever os resultados. Sendo essa, a Unica
influéncia de erro sobre os valores previstos com as validagdes, que sera levada em

consideracdo para gerar esse gréafico.

Grafico 5 — Poténcia prevista média com RMSE% para as validacdes dos estados (ABC9)
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Fonte: Autoria Prépria.

De acordo com o Grafico 5, as poténcias médias prevista variam em torno de 19% para
os dias 01/10/17 e 12/11/17 de ambos os estados, ja para o dia 08/12/17 e para a semana de 01
a 07 de outubro de 2017, as poténcias médias possuem uma varia¢do de 25% nos dois estados.
Levando esses valores para Watt, a maior variacdo de poténcia média encontrada foi de
aproximadamente 320W para mais ou para menos, referente a semana em PE (barra com linhas
horizontais do Gréfico 5), sendo esse um valor considerado baixo, frente a geragéo total que o

sistema pode produzir.
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Desta forma, com a previsdo de geracdo de poténcia dos SFCRs, pode-se ter um maior
planejamento para a instalcdo desses sistemas, sem prejudicar seu desempenho e assim, obter
sua produgdo maxima em cada regido.

Visando enriquecer a pesquisa e tentar melhorar os resultados obtidos, foram realizados
treinamentos utilizando a rede NARX com as mesmas validagdes realizadas na rede

feedforward, essas informagdes serdo abordadas na secdo 4.2.

4.2 Implementagdo com a rede NARX (Com realimentacgéo)

A ideia inicial dessa secdo era abordar trés treinamentos, cada um realizado com um
intervalo de amostras diferentes, conforme feito para rede feedforward, no entanto, a rede
NARX apresentou um baixo desempenho em generalizar resultados com uma quantidade
reduzida de amostras, sendo entdo reduzidos o nimero de testes, visto que, os resultados
omitidos ndo iriam agregar valor a pesquisa, tornando-se repetitivos. Desta forma, as validacGes
em destaque na Tabela 3 e Tabela 6 do Capitulo 3 ndo serdo apresentadas no Capitulo 4, logo,
sera apresentado um treinamento (Caso D) e 11 validacdes, abordadas no conjunto de

validacbes D, D1, D4 e D9, os resultados das validacbes D2 e D3 ndo serdo abordados.

4.2.1 Caso D: Treinamento com dados no periodo limpo em intervalos de 5 minutos.

O treinamento do Caso D foi realizado com amostras em intervalos de 5 minutos do
periodo limpo, sendo o total de dados utilizados de 24068 amostras. Os parametros
determinados para esse treinamento podem ser visto na Figura 49 com a janela de treinamento.
Nota-se na janela de treinamento a configuracdo final da rede, com atrasos na entrada e na
realimentacdo, sendo essa a principal diferenca com a rede feedforward.

Dentre as configuracdes que podem ser vistas ao final do treinamento, tem-se 0 nUmero
de iteragdes, que foram 42, sendo determinada incialmente um ndmero de 100 épocas como
critério de parada, no entanto, a rede convergiu antes de atingir tal valor, pois 0 namero de
checagens de validacdo, também utilizado como critério de parada, se sobressaiu, sendo
atingido mais rapidamente, e o tempo necessario para essa convergéncia foi de 1 minuto e 28
segundos. Para analisar o desempenho desse treinamento tem-se na Figura 50 e Figura 51 as

regressoes e o diagrama de performance.



Figura 49 — Janela de treinamento do Caso D
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Conforme visto na Figura 50, os coeficientes de correlagdo apresentam valores muito
préximos de 1, em que o menor valor encontrado foi para a etapa de teste com R=0,98813. Em
conjunto com os coeficientes, tem-se a distribuicdo dos dados, onde nota-se que mesmo
inserindo uma elevada quantidade de amostras no treinamento, ndo houve, grandes desvios
desses resultados, ou seja, os valores previstos se aproximam muito bem do real, indicando
assim um bom desempenho do treinamento realizado com a rede NARX,

Conforme apresentado na Figura 51, as curvas de convergéncia de treinamento, validagao
e teste estdo sobrepostas, e o treinamento termina ap6s o erro ndo obter um aumento por dez
iteracdes consecutivas e o melhor desempenho é obtido na época 32 com o menor erro de
validacdo alcancado, de 0,0015958.

Figura 51 — Diagrama de performance do Caso D
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Fonte: Autoria Propria.

4.2.2 ValidacGes realizadas para o caso proposto da rede NARX

Nessa secdo serdo abordadas as validacbes realizadas com o treinamento descrito
anteriormente (Caso D), em que se utilizou amostras em intervalos de 5 minutos para treina-lo.
Serdo realizadas sete validagcdes, uma para as amostras de 20% do treinamento com intervalos
de 5 minutos, trés para o dia 01/10/2017 variando o intervalo das amostras em 5 minutos, 10
minutos e 1 hora, e as demais para a semana de 01 a 07 de outubro de 2017, que foram validadas

também em intervalos de 5 minutos, 10 minutos e 1 hora.



98

4.2.2.1 Validagéo D - 20% das amostras de treinamento

Nessa implementacéo utilizou-se como variaveis de entrada, 20% dos dados que foram
inseridos no treinamento, totalizando 4814 amostras. Para esse teste, a Validacdo D foi realizada
com a rede em openloop, desta forma, a variavel de saida (poténcia do SFCR) também foi
inserida durante o processo de validacdo, ou seja, os dados que se desejava obter foram
inseridos na validacéo da rede, ndo atingindo o objetivo principal, que seria a rede prever os
dados de saida apenas com a insercdo de varidveis de entrada. Com essa situagdo, foi possivel
perceber que a os resultados se mostram favoraveis, como poder visto na Figura 52, em que a

curva prevista pela rede acompanha muito bem a curva de saida real.

Figura 52 — Comparagdo Real x Previsto da Valida¢do D
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Fonte: Autoria Prépria.

Analisando melhor esse desempenho tem-se os graficos de regressdo apresentados na
Figura 53, nela é possivel identificar a precisdo da previsdo realizada com a situacao descrita
anteriormente. Com um coeficiente de correlacdo de 0,96951 e uma boa distribuicdo dos dados
sobre a reta alvo, comprova o que se era esperado, visto que a saida dessa validacdo foi dada

pelo usuario.



Figura 53 — Regresséo da Validagcdo D
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A Tabela 19 comprova ainda mais essa precisdo da Validacdo D, com erros baixos,

inclusive 0 RMSE%, que indica um erro de previsdo de aproximadamente 14% entre as curvas

dispostas na Figura 52.

Tabela 19 — Erros do conjunto de Validagdo D

Periodo das amostras

EM

MAE

MSE

RMSE

EM (%)

RMSE (%)

20% das amostras

-0,0003

0,0488

0,0046

0,0677

-0,0666

14,94

Fonte: Autoria Propria.

Os parametros de desempenho que foram abordados para a Validacdo D, todos

apresentaram um bom desempenho, no entanto, a rede neural ndo realizou as previsdes de forma

independente ao utilizar o comando openloop, pois a rede necessitou que fossem inseridos

também dados de saida, que ela deveria prever sozinha.

Essa validagcdo serviu para mostrar a necessidade de se utilizar o comando closeloop

quando for realizada implementacdes com a rede NARX. Esse comando possibilita que a rede

gere a propria saida, a partir dos dados de entrada, e realimente a entrada com esses dados,

trabalhando em malha fechada. Com isso, a rede neural ndo faz uso de saidas externas, pois a

mesma, gera a propria saida. Diante disso, as préximas validaces serdo realizadas em malha

fechada, fazendo uso do comando closeloop.
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4.2.2.2 Conjunto de Validagdo D1 - Dia 01 de outubro de 2017

Para o conjunto de validagdes D1 utilizou-se amostras do dia 01/10/2017, com trés
intervalos diferentes, conforme mostra o esquema da Figura 54. Todas as validagdes foram
implementadas no treinamento do Caso D e validadas em malha fechada, atraves do comando

closeloop.

Figura 54 — Esquema do conjunto de Valida¢do D1
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Fonte: Autoria Propria.

Os resultados graficos dessas validagdes podem ser vistos na Figura 55. A primeira
validacdo, realizada com intervalos de 5 minutos, mostra uma boa aproximacao entre as curvas
previstas pela RNA e a saida real. No entanto, a partir da segunda validacao, a curva prevista
pela RNA comeca a mostrar certa discrepancia da curva de saida real, e na terceira validacéo,

as curvas apresentam uma diferenca extrema de resultados.

Figura 55 — Comparacéo Previsto x Real do conjunto de Validagdo D1
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Nota-se, portanto, que as validacGes que foram realizadas com um menor numero de
amostras, ndo obtiveram um bom desempenho, ou seja, a medida que as amostras utilizadas
para as validacGes vdo sendo reduzidas, a rede NARX vai perdendo a capacidade de prever
resultados coerentes com a saida esperada.

Esse fato pode ser notado nos gréaficos de regressdo apresentados na Figura 56, onde os
coeficientes de correlacdo véao se distanciando do valor 1, de acordo com as validagdes que
apresentam intervalos mais espacados, isso também ocorre com a dispersdo dos dados, que

apresentam um maior desvio entre 0s dados previstos e 0s reais.

Figura 56 — Regressdes do conjunto de Validagdo D1
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Fonte: Autoria Prépria.

Uma analise quantitativa a respeitos dessas valida¢Ges pode ser vista na Tabela 20, com
resultados que reafirmam os resultados graficos anteriores, apresentando erros proporcionais
aos intervalos das validacGes. Com destaque para 0 RMSE% da Validacdo D1.3, que apresentou
um erro de previsdo de 44%, sendo esse o maior erro encontrado dentre todas as validacGes
realizadas nessa pesquisa. Os demais RMSE% encontrados foram de 21% e 26% para as

validagOes D1.1 e D1.2 respectivamente.
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Tabela 20 — Erros do conjunto de Validagdo D1

Validagéo | Periodo das amostras| EM | MAE | MSE |RMSE | EM (%) | RMSE (%)
D11 01/10/2017 - 5min | -0,0089|0,0819 | 0,0149 | 0,1222 | -1,5446 21,36
D1.2 01/10/2017 - 10min |-0,0228|0,1322|0,0238 | 0,1542 | -3,9803 26,92

D1.3 01/10/2017 - 1 hora | 0,1162 |0,2023|0,0564 | 0,2375 | 21,8434 44,65
Fonte: Autoria Propria.

As poténcias acumuladas e médias dessas validacdes sdo apresentadas na Tabela 21,
onde nota-se que para as validagdes D1.1 e D1.2 a diferenca entre a poténcia real e a prevista
apresentou valores negativos, o que implica em uma poténcia prevista superior ao valor real,
isso pode ser justificado pelos picos ocasionados na poténcia prevista, conforme visto nas
curvas dessas validacfes na Figura 55, em que esses picos superaram as curvas reais. A maior
diferenca encontrada entre as poténcias acumuladas foi para a Validacdo D1.3, destacada em

vermelho na Tabela 21, com uma diferenga de aproximadamente 4kW.

Tabela 21 — Poténcias do conjunto de Validacdo D1

Validagio|  Periododas | Real | previta | iR | (LR Prevista
amostras (kW) (kW) KW (KW) Média (kW)

1,667 1,693

1,669 1,735

1,549 1,211

Fonte: Autoria Prépria.

As poténcias previstas médias encontradas para as validagdes D1.1 e D1.2 foram todas
acima das poténcias medias reais, no entanto, a Validacdo D1.3 apresentou a maior diferenca
entre as poténcias médias reais e poténcias médias previstas de todas as validaces que foram
realizadas nessa pesquisa, sendo esse o valor que mais se distanciou do valor real. Essas

diferencas podem ser melhor exemplificadas no Gréfico 6.
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Gréfico 6 — Comparagdo entre as poténcias médias do conjunto de Validacdo D1
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Fonte: Autoria Propria.

4.2.2.3 Conjunto de Validacdo D4 - Semana de 01 a 07 de outubro de 2017

A Validagdo D4 contou com amostras da semana de 01 a 07 de outubro de 2017, onde
realizou-se validagdes variando as amostras em trés intervalos distintos, conforme €
apresentado no esquema da Figura 57. Essas validacGes foram realizadas no treinamento do

Caso D, onde o0 mesmo foi treinado com amostras em intervalos de 5 min.

Figura 57 — Esquema do conjunto de Validacdo D4
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Val D4.3 — 1 hora

Fonte: Autoria Prépria.

Os resultados obtidos a partir dessas validacGes podem ser vistos na Figura 58, onde nota-
se que para a Validacdo D4, ocorre o mesmo observado na Validacdo D1, em que quanto menor
a quantidade de amostras sdo utilizadas nas validacbes, pior sera a generalizacdo da rede
NARX. Na Validacdo D4.3 fica evidente essa observacdo, visto que, a curva de previsao da
RNA apresenta uma grande discrepancia em relacdo a curva de saida real. As demais curvas

apresentam apenas falhas da rede em prever as variacoes existentes ao longo dos dias, fato que
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também ocorreu com as previsdes da rede feedforward, além disso a Validacdo D4.2 apresenta

uma leve defasagem entre as curvas.

Figura 58 — Comparagdo Real x Previsto do conjunto de Validagdo D4
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Fonte: Autoria Prépria.

80 90

Os graficos de regressao também comprovam tais resultados, apresentando coeficientes

de correlacdo que demonstram nitidamente os desvios existentes entre os dados reais e

previstos, principalmente para a Validagcdo D4.3, em que o coeficiente de correlagdo é um valor

muito baixo, caracterizando uma correlagdo muito fraca entre os dados. A defasagem observada

na Validacdo DA4.2 reflete nos resultados do coeficiente de correlacdo, que apresentou uma

reducdo, se comparado a Validacdo D4.1. As dispersdes dos dados se mostram em concordancia

com os coeficientes de correlagdo, com elevados desvios entre os dados previstos e reais, a

medida que o coeficiente diminui, na Figura 59 é possivel observar tais resultados.



Figura 59 — Regresséo do conjunto de Validagédo D4
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Fonte: Autoria Prépria.
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Os erros calculados para essa validacdo demonstram coeréncia com 0s métodos de

analise anteriores, em que apresentam valores maiores a medida que os espacamentos dos

intervalos aumentam, com exce¢do dos EM e EM% que além de resultar em valores negativos

ainda sdo bem inferiores ao obtidos nas demais validacbes. Nota-se ainda que o RMSE%

méaximo obtido foi de 54%, para a Validacdo D4.3, e 0 minimo com 21% para a Validacao

D4.1, essas informacBes podem ser vistas na Tabela 22.

Tabela 22 — Erros do conjunto de Validacdo D4

Validacgéo | Periodo das amostras| EM | MAE | MSE | RMSE | EM (%) | RMSE (%)
D4.1 Semana - 5min 0,0069 | 0,0835|0,0119| 0,1089 | 1,3495 21,27
D4.2 Semana - 10min 0,0538 | 0,1547|0,0345| 0,1856 | 10,4448 36,02
D4.3 Semana - 1hora |-0,0006|0,2363|0,0735|0,2712 | -0,1231 54,66

Fonte: Autoria Prépria.

De acordo com as poténcias obtidas e mostradas na Tabela 23 € possivel observar que a

poténcia acumulada obtida para o periodo em questdo, apresenta uma significativa diferenca

entre a poténcia prevista acumulada e poténcia real acumulada, com 76kW na Validacdo D4.2

destacada em vermelho. Na Valida¢do D4.1 tem-se a menor poténcia acumulada positiva, visto
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que a Validacdo D4.3 apresenta um valor negativo, implicando em uma poténcia acumulada

prevista superior a poténcia acumulada real.

Tabela 23 — Poténcias do conjunto de Validagdo D4

Validaco Periodo das Real Prevista | Real x Prevista | Real Média I?rgvista
amostras kwW kw kw (kw) Média (kW)
1,491 1,471
1,501 1,345
1,445 1,447

Fonte: Autoria Propria.

Apesar dos resultados previstos estarem muito préximos dos reais, € importante destacar

que graficamente esses resultados ndo se mostram satisfatorios, uma vez que, conforme as

curvas da Figura 58, as curvas previstas se mantiveram na mesma faixa de valores, sem

acompanhar as variacdes reais da poténcia gerada, sendo, portanto, o somatério e a média

influenciados, de forma a gerar valores elevados e distante de como realmente se comporta a

geracdo de poténcia.

Os comportamentos das poténcia médias podem ser melhor observados no Grafico 7,

apresentando dados tendenciosos, que aproximam a poténcia média prevista da real (Validacdo

D4.1 e D4.3) sem conformidade com as curvas geradas, e isso se deve, sobretudo, ao fato de

que os valores médios indicam para onde se concentram os dados de uma distribuicéo, e desta

forma, influenciou diretamente os resultados finais dessas validacoes.

Grafico 7 — Comparacdo entre as poténcias medias do conjunto de Validacdo D4
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Fonte: Autoria Propria.
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4.2.2.4 Conjunto de Validagdo D9 - Para outras regides

Mesmo a rede NARX ndo apresentando resultados satisfatdrios para as validacdes em
intervalos de 1 horas, foram realizadas validagOes para prever a poténcia gerada do SFCR de
3kWp nos estados do Rio Grande do Sul e Pernmabuco. As validagdes foram realizadas com
intervalos de 5 minutos, sendo este, o intervalo utilizado nas validagcGes anteriores que
resultaram nos melhores desemepenhos dessa rede.

As validacOes foram realizadas para o dia 01/10/2017 e para a semana compreendida de
01 a 07 de outubro de 2017, e os resultados obtidos podem ser vistos na Figura 60. A primeira
coluna mostra os resultados das Validagdes D9.1 e D9.4 para 0 RS, as curvas apresentam uma
certa tendéncia em seguir a curva genérica de geracao de poténcia, no entanto, nota-se que para
a Validacdo D9.4 as curvas permaneceram em uma faixa de valores que ndo condiz com o
comportamento real, além disso, elas possuem uma amplitude baixa entre 0,4 e 0,8. O mesmo
é observado para as validacdes de PE, entretanto, as curvas da Validacdo D9.8 possuem
amplitudes mais reduzidas, na faixa de 0,4 a 0,6.

Analisando apenas graficamente ndo se pode concluir se as previsdes apresentadas
possuem concordancia com a realidade, para isso, se faz necessario mostrar dados quntitativos

que enfatize o desempenho alcancado, sendo elaborada a Tabela 24 para tal objetivo.

Figura 60 — Curvas resultantes do conjunto de Validacdao D9
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Na Tabela 24 tem-se as poténcias acumuladas e as médias das valida¢fes apresentadas,
sendo possivel observar que mais uma vez as curvas sdo tendenciosas, de forma que, 0s
resultados obtidos ndo condiz com o esperado, sendo nitida a inlfuéncia que essas curvas
provocam por se manterem em uma faixa de valores elevadas, sem apresentar as variagoes reais
que a geragéo de poténcia possui. Com isso, sdo obtidos valores elevados, mesmo com curvas

que ndo possuem um bom desempenho.

Tabela 24 — Poténcias previstas dos estados por treinamento

. Caso D
Periodo das amostras - P
Acumulada (kW) Prevista Média (kW)
RS 01/10/17 230,33 1,772
PE 01/10/17 207,08 1,534
RS semana 1537,17 1,655
PE semana 1382,25 1,493

Fonte: Autoria Propria.

Vale lembrar que além das falhas da rede neural, existem também as influéncias
climaticas, conforme foi abordado em detalhes na secéo 4.1.1.6.

De maneira analoga ao que foi abordado com as Validagdes ABC9 da secdo 4.1.1.6, serdo
feitas comparacdes entre os resultados obtidos com as Validagdes D9 e os RMSE% obtidos
com as Validacdes D1 e D4, criando um cenario em que esses seriam os erros de previsdo do
conjunto de Validagdes D9, levando em consideracdo apenas 0s erros ocasionados pela propria
rede neural.

Diante disso, o Grafico 8 indica a poténcia média gerada nos estados de acordo com cada
periodos estipulado, onde as quatro validacdes propostas resultou em uma margem de erro de
previsdo, que varia em torno de 21% para mais ou para menos. A maior varia¢do encontrada
foi para o estado do RS no dia 01/10/2017 com 372W, essa observacdo é referente a barra na

cor cinza escuro do Grafico 8.



109

Gréfico 8 — Poténcia prevista média com RMSE% para as validac@es dos estados (D9)
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Fonte: Autoria Propria.

Essa maxima variagcdo encontrada € superior ao que foi detectado na comparagdo com a
rede feedforward, no entanto, as porcentagens do erro para as validagdes semanais se mostram
inferiores.

De maneira geral, a rede NARX apresentou bons resultados apenas quando validadas com
amostras em intervalos pequenos, ao inserir amostras com intervalos mais espacados a rede nao
generaliza os dados de maneira coerente. Vele salientar, que mesmo apresentando resultados
guantitativos proximos dos reais, graficamente os resultados apresentam curvas com
distribuicdo tendenciosa, gerando sempre valores elevados, ndo sendo interessante para a
pesquisa, pois 0s dados sdo imprecisos.

O baixo desempenho da rede NARX nessa aplicacdo pode ser justificado pela forma de
trabalho da mesma, em que ela é realimentada por uma estimativa, ou seja, por um erro, € isso
faz com que a rede ndo resulte em resultados satisfatorios, conforme foi apresentado na

pesquisa.
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5 CONCLUSAO

Prever a producdo de energia de fontes com elevada intermiténcia ¢ uma tarefa dificil,
pois requer métodos que se adequem as diversas variacdes climaticas que possam surgir. Essas
variagdes ndo seguem padrBes predefinidos e isso reduz ainda mais as opc¢des de métodos
disponiveis. Diante disso, a RNA se mostrou como um método eficiente e viavel para realizar
tais previsoes.

Para isso, foram realizados diversos treinamentos e validagcdes em intervalos diferentes,
com o intuito de reduzir a dispersdo dos dados, visto que esta acdo diminui a quantidade de
amostras, testando assim, sua eficiéncia para qualquer intervalo de amostras que se tenha
disponivel. Essas validagdes serviram para analisar o desempenho das redes, comparando 0s
resultados previstos com os reais, dando uma maior confiabilidade ao método, para
posteriormente ser aplicado na previsdo da poténcia elétrica gerada pelo SFCR de 3kWp
instalado em outras regides.

Com as validacdes realizadas para a rede feedforward, os resultados ndo apresentaram
grandes variacOes entre os diferentes treinamentos implementados, contendo RMSE% na
mesma faixa de valores, entre 13% e 28% e coeficientes de correlacdo de 0,86-0,99. O mesmo
aconteceu comparando-se as validagcdes com intervalos distintos, onde a rede ndo apresentou
respostas discrepantes entre elas, mesmo para validacdes com intervalos mais espacados, onde
0 menor RMSE% encontrado foi de 13,57% e o maior coeficiente de correlagdo com R = 0,99
para a Validacdo C1.3, sendo ela treinada e validada com amostras em intervalos de 1 hora.

Em contrapartida, para a rede NARX com valida¢6es em malha fechada, quanto mais
espacadas as amostras, maior foi o erro de previsdo obtido, alcancando um RMSE% de até 54%,
sendo também o menor coeficiente de correlacdo encontrado com -0,039, fatos ocorridos para
a Validacdo D4.3, que foi treinada com amostras de 5 minutos e validada com intervalos de 1
hora. No entanto, para as validacfes em intervalos de 5 minutos, a rede NARX apresentou
resultados parecidos com a feedforward, gerando um RMSE% na mesma faixa de valores, em
torno de 21%, porém com R mais reduzidos, entre 0,78 e 0,93.

Quando submetidas as previsdes de poténcia, as duas redes apresentaram resultados
guantitativos semelhantes de poténcia acumulada e média, no entanto, as curvas de previsao
possuem diferencas nitidas, onde as curvas originadas da rede NARX possuem a distribuicéo
dos dados em uma faixa de valores elevados, influenciando nos resultados finais de poténcia.
Ja para a rede feedforward, as curvas sdo mais proximas da realidade, principalmente para a

previsdo do estado de Pernambuco.
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Portanto, de maneira geral, a rede feedforward apresentou um comportamento melhor do
que a rede NARX para essa aplicacdo. Mesmo a rede feedforward ndo acompanhando as curvas
com grande eficiéncia para os dias que apresentam variacdes na geracdo de poténcia, como
pOde ser visto em algumas curvas, isso ndo foi refletido com expressividade nos resultados
quantitativos, apresentando RMSE% e R que demonstram um melhor desempenho dessa rede,
além disso elas sdo capazes de generalizar resultados para amostras em diferentes intervalos,
oferecendo mais opg¢Bes na insercdo de varidveis de entradas e aumentando assim as
possibilidades de se utilizar RNAs para previsao da producédo de poténcia dos SFCR.

Ao analisar os resultados obtidos, nota-se que a proposta em prever a poténcia elétrica
em outras regibes com a utilizacdo de RNAs é algo viavel, uma vez que, para os estados do Rio
Grande do Sul e Pernambuco essas analises apresentaram bons resultados, com erros de
previsdo de no maximo 25% utilizando a rede feedforward. Desta forma, seria viavel a
instalagdo do SFCR de 3kWp em ambos os estados, de acordo com a RNA e as variaveis
climaticas que foram utilizadas.

Diante das anélises realizadas, sugere-se como trabalhos futuros para o aperfeicoamento
da aplicacéo proposta nessa pesquisa, a insercao de variaveis de entrada adicionais na RNA que
influenciem na geracdo de poténcia dos SFVs, bem como configuracbes diferentes dos
parametros da RNA, de modo a obter uma maior precisao nas previsdes. Essas previsdes podem
ainda se estender para outras localidades, dando uma maior confiabilidade ao método

Outra sugestdo, seria a aplicacdo do método para a previsao de geracdo de poténcia de
outras fontes em diferentes localidades, como dos sistemas eolicos, visto que 0 mesmo,

apresenta forte influéncia das variacfes climaticas, sobretudo, da incidéncia do vento.
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ANEXO A — LEGENDAS DAS NOMENCLATURAS UTILIZADAS NA PESQUISA

NOMENCLATURA LEGENDA
Caso A Treinamento realizado com amostras em intervalos de 5 minutos para a rede feedforward
Caso B Treinamento realizado com amostras em intervalos de 10 minutos para a rede feedforward
Caso C Treinamento realizado com amostras em intervalos de 1 hora para a rede feedforward
Caso D Treinamento realizado com amostras em intervalos de 5 minutos para a rede NARX
ABC1 Conjunto de validagdes realizadas para o dia 01/10/2017 para os Casos A, B e C(Equivale as validaces Al, B1 e C1)
ABC?2 Conjunto de validacdes realizadas para o dia 12/11/2017 para os Casos A, B e C (Equivale as validacdes A2, B2 e C2)
ABC3 Conjunto de validacdes realizadas para o dia 08/12/2017 para os Casos A, B e C (Equivale as validacdes A3, B3 e C3)
ABC4 Conjunto de validacdes realizadas para a semana de 01-07/10/2017 para os Casos A, B e C (Equivale as validacGes A4, B4 e C4)
ABC9 Conjunto de validacdes realizadas para a semana de 01-07/10/2017 para os Casos A, B e C (Equivale as validacGes A9, B9 e C9)
A Validacdo com 20% das amostras de treinamento do Caso A
B Validacdo com 20% das amostras de treinamento do Caso B
C Validacdo com 20% das amostras de treinamento do Caso C
D Validacdo com 20% das amostras de treinamento do Caso D
Al Conjunto de validacdes para o dia 01/10/2017 em intervalos de 5min (Al.1), 10min(Al1.2) e 1hora (Al.3) do treinamento do Caso A
Bl Conjunto de validagdes para o dia 01/10/2017 em intervalos de 5min (B1.1), 10min (B1.2) e 1hora (B1.3) do treinamento do Caso B
C1 Conjunto de validagdes para o dia 01/10/2017 em intervalos de 5min (C1.1), 10min (C1.2) e 1hora (C1.3) do treinamento do Caso C
D1 Conjunto de validagdes para o dia 01/10/2017 em intervalos de 5min (D1.1), 10min(D1.2) e 1hora (D1.3) do treinamento do Caso D
A2 Conjunto de validagdes para o dia 12/11/2017 em intervalos de 5min (A2.1), 10min (A2.2) e 1hora (A2.1) do treinamento do Caso A
B2 Conjunto de validagdes para o dia 12/11/2017 em intervalos de 5min (B2.1), 10min (B2.2) e 1hora (B2.1) do treinamento do Caso B
C2 Conjunto de validagdes para o dia 12/11/2017 em intervalos de 5min (C2.1), 10min (C2.2) e 1hora (C2.1) do treinamento do Caso C
D2 Conjunto de validagdes para o dia 12/11/2017 em intervalos de 5min (D2.1), 10min(D2.2) e 1hora (D2.3) do treinamento do Caso D
A3 Conjunto de validagdes para o dia 08/12/2017 em intervalos de 5min (A3.1), 10min (A3.2) e 1hora (A3.1) do treinamento do Caso A
B3 Conjunto de validagdes para o dia 08/12/2017 em intervalos de 5min (B3.1), 10min (B3.2) e 1hora (B3.1) do treinamento do Caso B
C3 Conjunto de validagdes para o dia 08/12/2017 em intervalos de 5min (C3.1), 10min (C3.2) e 1hora (C3.1) do treinamento do Caso C
D3 Conjunto de validagdes para o dia 08/12/2017 em intervalos de 5min (D3.1), 10min(D3.2) e 1hora (D3.3) do treinamento do Caso D
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NOMENCLATURA LEGENDA
A4 gonjugto de validacdes para a semana 01-07/10/2017 em intervalos de 5min (A4.1), 10min (A4.2) e 1hora (A4.1) do treinamento do
aso
B4 gonjulgto de validacgdes para a semana 01-07/10/2017 em intervalos de 5min (B4.1), 10min (B4.2) e 1hora (B4.1) do treinamento do
aso
ca gonjucn:to de validacgdes para a semana 01-07/10/2017 em intervalos de 5min (C4.1), 10min (C4.2) e 1hora (C4.1) do treinamento do
aso
D4 gonjulgto de validacdes para a semana 01-07/10/2017 em intervalos de 5min (D4.1), 10min (D4.2) e 1hora (D4.1) do treinamento do
aso
A9 Conjunto de validacdes para os estados do RS (A9.1, A9.2, A9.3 e A9.4)e PE (A9.5, A9.6, A9.7 e A9.8)
A9.1 Validagdo para o dia 01/10/2017 em intervalos de 5 min do treinamento do Caso A para o0 RS
A9.2 Validagdo para o dia 12/11/2017 em intervalos de 5 min do treinamento do Caso A para o0 RS
A9.3 Validacdo para o dia 08/12/2017 em intervalos de 5 min do treinamento do Caso A para 0 RS
A9.4 Validacdo para a semana 01-07/10/2017 em intervalos de 5 min do treinamento do Caso A para 0 RS
A9.5 Validacdo para o dia 01/10/2017 em intervalos de 5 min do treinamento do Caso A para PE
A9.6 Validacdo para o dia 12/11/2017 em intervalos de 5 min do treinamento do Caso A para PE
A9.7 Validacdo para o dia 08/12/2017 em intervalos de 5 min do treinamento do Caso A para PE
A9.8 Validacdo para a semana 01-07/10/2017 em intervalos de 5 min do treinamento do Caso A para PE
B9 Conjunto de validacdes para os estados do RS (B9.1, B9.2, B9.3 e B9.4)e PE (B9.5, B9.6, B9.7 e B9.8)
B9.1 Validagdo para o dia 01/10/2017 em intervalos de 5 min do treinamento do Caso B para o RS
B9.2 Validagdo para o dia 12/11/2017 em intervalos de 5 min do treinamento do Caso B para o RS
B9.3 Validagdo para o dia 08/12/2017 em intervalos de 5 min do treinamento do Caso B para o RS
B9.4 Validagdo para a semana 01-07/10/2017 em intervalos de 5 min do treinamento do Caso B para 0 RS
B9.5 Validagdo para o dia 01/10/2017 em intervalos de 5 min do treinamento do Caso B para PE
B9.6 Validagdo para o dia 12/11/2017 em intervalos de 5 min do treinamento do Caso B para PE
B9.7 Validagdo para o dia 08/12/2017 em intervalos de 5 min do treinamento do Caso B para PE
B9.8 Validacédo para a semana 01-07/10/2017 em intervalos de 5 min do treinamento do Caso B para PE
C9 Conjunto de validagdes para os estados do RS (C9.1, C9.2, C9.3 e C9.4)e PE (C9.5, C9.6, C9.7 e C9.8)
C9.1 Validacéo para o dia 01/10/2017 em intervalos de 5 min do treinamento do Caso C para o RS
C9.2 Validacéo para o dia 12/11/2017 em intervalos de 5 min do treinamento do Caso C para o RS
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NOMENCLATURA LEGENDA
Ca.3 Validagdo para o dia 08/12/2017 em intervalos de 5 min do treinamento do CasO C para 0 RS
C9.4 Validagdo para a semana 01-07/10/2017 em intervalos de 5 min do treinamento do Caso C para o RS
C9.5 Validagdo para o dia 01/10/2017 em intervalos de 5 min do treinamento do Caso C para PE
C9.6 Validagdo para o dia 12/11/2017 em intervalos de 5 min do treinamento do Caso C para PE
ca.7 Validagdo para o dia 08/12/2017 em intervalos de 5 min do treinamento do Caso C para PE
C9.8 Validagdo para a semana 01-07/10/2017 em intervalos de 5 min do treinamento do Caso C para PE
D9 Conjunto de validacdes para os estados do RS (D9.1 e D9.4) e PE (D9.5 e D9.8)
D9.1 Validagdo para o dia 01/10/2017 em intervalos de 5 min do treinamento do Caso D para o0 RS
D9.4 Validagdo para a semana 01-07/10/2017 em intervalos de 5 min do treinamento do Caso D para o RS
D9.5 Validacdo para o dia 01/10/2017 em intervalos de 5 min do treinamento do Caso D para o PE
D9.8 Validacdo para a semana 01-07/10/2017 em intervalos de 5 min do treinamento do Caso D para o PE




